OTTO VON GUERICKE
UNIVERSITAT FAKULTAT FUR
MAGDEBURG IN F INFORMATIK

Otto-von-Guericke-Universitat Magdeburg

Fakultat fiir Informatik

Lehrstuhl fiir Intelligente Systeme

Monte Carlo Tree Search
in 4X-Spielen

Bachelorarbeit

Autor:

Fric Neumann - Emanuel Thon

Betreuende Professorin:

Prof. Dr.-Ing. habil. Sanaz Mostaghim

Betreuer:

Carlo Niibel, M.Sc.

Magdeburg, 18.6.2025



Inhaltsverzeichnis

1

Kurzfassung

Akronyme & Fachbegriffe

2

Einleitung
2.1 Motivation . . . . . ..
2.2 Ziel . ..o
2.3 Outline. . . . . . . e
Theoretische Grundlagen
3.1 Kinstliche Intelligenz (KI)-Algorithmen in Strategiespielen . . . . . . . ..
3.2 Monte Carlo Tree Search . . . . . . . . .. .. ... .. ... ..
3.2.1 Algorithmus . . . . . .. ...
3.2.2 Selection . . . . ..
3.2.3 Expansion . . . . . ...
3.2.4 Simulation . . . . . ...
3.2.5  Backpropagation . . . ... ...
3.2.6 Beispiel . . . ..
Verwandte Arbeiten
4.1 Monte Carlo Tree Search . . . . . . . . . . . ... ... .. ... ... ...
4.2 Action Space Pruning . . . . . . ... .o
4.3 Verwandte Spiele . . . . . . . ...
4.4 MCTS mit Memory . . . . . . . .. . .
Quick Civ
5.1 Spielbeschreibung . . . . . . ...
5.2 Komplexitat . . . . . . ..o
5.3 Performance . . . . . ...
Methodik
6.1 Random und Greedy . . . . . . . . .. . ...
6.2 Vanilla-MCTS . . . . . . o
6.3 Hyper Parameter Optimization . . . . . ... .. .. ... ... ......
6.4 Action Space Pruning . . . . . . .. ..o oL
6.4.1 Only Military Overwrites Pruning . . . . . . .. .. ... ... ...
6.4.2 Greedy Nodes Only Pruning . . . . . ... ... ... ... ....
6.4.3 Only Build Near Last Action Pruning . . . . . . .. ... ... ...
6.4.4 In Late No Early Buildings Pruning . . . . . . ... ... ... ...
6.5 Memory MCTS . . . . . . . .




Inhaltsverzeichnis

7 Experimente und Ergebnisse

7.1 Hyper Parameter Optimization . . . . . . . . ... ... ... ... ....
7.1.1 Parameterergebnisse . . . . . . ... oL
7.1.2 Auswertung . . . . . ...
7.1.3 Spielweise . . . . . .
7.2 VanillaMCTSBot versus Benchmarks . . . . .. ... ... ... ... ...
7.3 Qualitat des MCTS . . . . . . . . . . .
7.4 Action Space Pruning und Memory MCTS . . . . . ... ... ... ....
7.4.1 Greedy Nodes Only Pruning . . . . . . ... .. ... ... .....
7.4.2 In Late No Early Building Pruning . . . . . . ... .. ... .. ..
7.4.3 Only Build Near Last Action Pruning . . . . . . .. ... ... ...
7.4.4 Only Military Overwrites Pruning . . . . . . . ... ... ... ...
7.4.5 Auswertung . . . ... Lo
7.5 Memory MCTS . . . . . . .
7.6 Der beste Memory-MCTS . . . .. .. ... .
8 Fazit
8.1 Zusammenfassung . . . . . . ... Lo
8.2 Ausblick . . . ...
Anhang
A.  Bot-Initialisierung . . . . . . .. ..o
B. Gebaudeliste . . . . . . .

Literaturverzeichnis

37
37
37
42
45
47
47
48
49
20
52
54
25
56
58

61
61
62

63
63
64

65




[EN]

1 Kurzfassung

Entscheidungsfindung in groflen Suchrédumen ist ein zentrales Thema der KI. Eine bewahr-
te Methode zur effizienten Erkundung solcher Raume ist der Monte Carlo Tree Search
oder Monte Carlo Tree Search Algorithmus (MCTS). Allerdings st6t auch MCTS bei
Domaénen mit sehr hohem Verzweigungsfaktor an seine Grenzen. Im Rahmen dieser Ba-
chelorarbeit wurde ein eigenes Strategiespiel als Testumgebung entwickelt, um die Eignung
und Leistungsfihigkeit von MCTS in einer solchen komplexen Entscheidungsdoméne zu
untersuchen. Experimente und eigenes Spielgefiihl zeigten, dass sich MCTS gut fir das
verwendete Strategiespiel anbietet, wenn man bei der Entwicklung einen groflen Fokus
auf Performanceoptimierung legt, damit der Algorithmus ausreichend viele Spielzustén-
de simulieren kann. Zur Verbesserung der Performance wurden ausgewédhlte Pruning-
Verfahren sowie eine eigens konzipiertes Speicherkomponente (Memory) in den Algorith-
mus integriert. Die Ergebnisse zeigen, dass sowohl die Pruning-Strategien als auch das
Memory zu einer Steigerung der Effizienz und Losungsqualitiat des MCTS beitragen kon-
nen.




Akronyme & Fachbegriffe

Kl Kiinstliche Intelligenz

MCTS Monte Carlo Tree Search oder Monte Carlo Tree Search Algorithmus
RTS Real Time Strategy

4X Subgenre der Strategiespiele (eXplore, eXpand, eXploit, eXterminate)
UCB Upper Confidence Bound

EA Evolutionarer Algorithmus

HPO Hyper Parameter Optimization
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2 Einleitung

,Denn eines hat Civ 6 dann eben doch mit Civilization: Revolution gemeinsam: die schwa-
che KI. Denn die Computergegner bringen selbst auf den hochsten Schwierigkeitsgraden
wenig zustande - vor allem im Krieg ziehen sie konfus hin und her oder schlieflen Frieden,
obwohl sie eindeutig die Oberhand haben. Das heif3t nicht, dass ich automatisch gewinne,
mit ihren massiven Ressourcenboni sausen die hochstufigen KI-Widersachern rasant zum
Kultur- oder Technologiesieg [Gam)].

2.1 Motivation

KI in Strategiespielen ist bekannt dafiir, immer wieder starke Aussetzer zu haben, schlech-
te Entscheidungen zu treffen und dabei auch noch zu schummeln. Gerade KI in 4X-
Strategiespielen, wie die der Spielereihe [Gam23], ist hauptsdchlich bekannt dafiir, der
grofite Kritikpunkt der dazugehorigen Spiele zu sein. Dies liegt grofitenteils daran, dass
Strategiespiele sehr komplex sind und die Algorithmen, die verwendet werden, héufig
aus Budgetgriinden relativ einfach gehalten sind. Meist werden dann Entscheidungsbéau-
me verwendet. Diese sind zwar grundsitzlich schnell gebaut, miissen bei Anderungen
am Spiel aber auch per Hand angepasst werden. In dieser Arbeit geht es um das selbst
entwickelte Strategiespiel Quick Civ und die dazugehorige Gegner-KI. Dabei wird der
MCTS-Algorithmus verwendet, um sowohl weniger fehleranfalliger zu sein, als auch um
den Overhead, der durch das Anpassen an neue Spielmechaniken entsteht, zu minimie-
ren.

Auch im grofleren Kontext gibt es viele Szenarien, in denen jetzt schon KI-Systeme einge-
setzt werden um komplexe Entscheidungen zu treffen. Durch die Anwendung bei kleineren
Modellproblemen lassen sich sehr gut die Limitationen der Systeme erkennen. Hierfiir eig-
nen sich Strategiespiele sehr gut, da sie in ihrer Komplexitat teilweise an die echte Welt
heranreichen.

2.2 Ziel

Ziel dieser Arbeit ist das Entwickeln des Spiels Quick Civ und einer dazugehorigen Gegner-
KI, welche ohne Hilfe von spielerischen Vorteilen in der Lage ist, einem menschlichen
Spieler eine Herausforderung zu sein. MCTS ist ein Algorithmus, welcher zu jedem Zeit-
punkt eine valide Aktion ausgeben kann und gegen die optimale Losung konvergiert. Das
heifit, der Algorithmus wird hauptsachlich durch Performanzverbesserungen starker. Ein
Teil davon ist das sogenannte Action Space Pruning, welches daraus besteht, Aktionen,
die mit hoher Wahrscheinlichkeit schlecht sind, kategorisch auszuschlieSen. So wird die
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verfiighare Rechenzeit fiir die vielversprechendsten Aktionen aufgehoben. Daraus ergeben
sich folgende Forschungsfragen:

1. Wie gut funktioniert MCTS als KI-Gegner im Subgenre der Strategiespiele (eXplo-
re, eXpand, eXploit, eXterminate) (4X)-Spielen und wie muss man die Parameter
anpassen um eine optimale Performanz zu erreichen?

2. Wie stark lasst sich die Performanz des Algorithmus mit Action Space Pruning
verbessern.

3. Kann die Performanz des Algorithmus durch ein selbst entwickeltes Gedéchtnis (Me-
mory) noch verbessert werden.

Hauptbeitrag: In dieser Arbeit geht es darum, ob man MCTS als KI-Algorithmus
fiir Gegner in 4X-Spielen benutzen kann. Dies wird an einem relativ simplen selbst er-
stellten 4X-Spiel gepriift. Ein besonderes Augenmerk wird dabei auf das Problem eines
groflen Action-Spaces und Moglichkeiten diesen einzuschréanken gelegt. Dafiir wird auch
ein MCT'S spezifisches Memory implementiert, welches sich Zugbewertungen iiber mehrere
Runden hinweg merken kann.

2.3 Outline

In Kapitel 3 geht es um die Theoretischen Grundlagen von KI in Videospielen sowie die
Funktionsweise des, in dieser Arbeit verwendeten, MCTS-Algorithmus. Kapitel 4 beschéf-
tigt sich mit anderen wissenschaftlichen Arbeiten zu den Themen MCTS, Action Space
Pruning, KI in Videospielen und durch Speicher verstarkter MCTS. In Kapitel 5 wird
das Spiel Quick Civ vorgestellt und die Probleme aufgezeigt, den Algorithmus darauf
anzuwenden. Die Funktionsweise der Quick Civ Gegner-KI, des Action Space Prunings
und des Memories werden in Kapitel 6 erklart. In Kapitel 7 wird der Aufbau der Ex-
perimente und die daraus resultierenden Ergebnisse beschrieben und ausgewertet. Die
Zusammenfassung und ein Ausblick auf aufbauende Forschungsfragen sind in Kapitel 8
zu finden.
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3 Theoretische Grundlagen

Im ersten Abschnitt dieses Kapitels werden alternative Methoden, die anstelle von MCT'S
zur KI-Entwicklung in Spielen verwendet werden konnten, vorgestellt und die Griinde fir
die Entscheidung zugunsten von MCTS erlautert. Anschliefend werden die vier einzelnen
Phasen des MCTS detailliert erklért: Selection (Auswahl eines vielversprechenden Knoten-
punkts), Ezxpansion (Hinzufiigen neuer Knoten), Simulation (Durchspielen mehrerer Run-
den ausgehend von diesem Punkt) und Backpropagation (Rickfithrung der gewonnenen In-
formationen zur Optimierung zukiinftiger Entscheidungen).

3.1 KI-Algorithmen in Strategiespielen

Entscheidungsbaume, oder auch Decision Trees genannt, sind eine Methode, bei der
vordefinierte Bedingungen abgefragt werden und daraufhin entschieden wird, welche Ak-
tion von der KI ausgefiihrt wird [DV13], [KS08], [RMO05]. Diese Technik wird oft in Spielen
mit klaren, regelbasierten Entscheidungsprozessen eingesetzt, bei denen es eine begrenzte
Anzahl moglicher Zustéande gibt. Ein bekanntes Beispiel ist die KI in Pac-Man, die fir die
Geister einfache Entscheidungsbdume nutzt. So bestimmt der Algorithmus anhand von
Faktoren wie der Entfernung zum Spieler oder der aktuellen Spielphase, ob ein Geist an-
greifen oder fliehen soll [Miil]. Entscheidungsbédume sind fiir einen geringen Suchraum eine
plausible Methode, jedoch geraten sie bei zunehmender Komplexitat sehr schnell an ihre
Grenzen. Zudem haben Entscheidungsbdume einen weiteren schwerwiegenden Nachteil
wahrend der Entwicklung eines Computerspiels. Beim Konstruieren eines Entscheidungs-
baums ist man gezwungen, Domain-Wissen anzuwenden und anzupassen, wenn sich etwas
im Spiel dndert. Da das Spiel Quick Civ noch weit von einer finalen Version entfernt ist,
sind dynamische Algorithmen deutlich praktischer, da sie nicht mit jeder Spieldnderung
angepasst werden miissen.

Der Minimax-Algorithmus ist eine klassische Methode fiir rundenbasierte Spiele mit
perfekter Information, wie Schach oder Tic-Tac-Toe [Miil]. Dabei wird ein Spielbaum
generiert, in dem alle moglichen zukiinftigen Spielziige simuliert werden. Der Algorith-
mus geht davon aus, dass beide Spieler optimal agieren, und bewertet jeden moglichen
Spielzustand mit einer Nutzenfunktion. Ziel ist es, den bestmoglichen Zug zu wéhlen,
indem entweder der eigene Gewinn maximiert oder der potenzielle Gewinn des Gegners
minimiert wird. Der Minimax-Algorithmus kommt in vielen Brettspielen zum Einsatz,
darunter Schach (z.B. in der Stockfish-Engine [st022]) und Dame ([CIK™23], [MDCB23],
[EC18]). Allerdings kann er mit zunehmender Spielkomplexitét schnell an seine Grenzen
stoflen, weshalb er fiir das Spiel Quick Civ mit hoher Komplexitat, siehe Abschnitt 5.2,
nicht anwendbar ist.
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Neuronale Netzwerke und Reinforcement Learning haben in den letzten Jahren
grofle Fortschritte gemacht und werden in vielen modernen Kl-gesteuerten Spielen einge-
setzt. Anstatt sich auf explizite Entscheidungsbaume oder festgelegte Regeln zu stiitzen,
lernen diese Methoden durch wiederholtes Spielen und Belohnungssysteme, welche Ak-
tionen am vorteilhaftesten sind und trainieren durch das Spielen ein Neuronales Netz.
Ein bekanntes Beispiel ist AlphaGo [Chel6], das durch Deep Reinforcement Learning
die besten Strategien fiir das komplexe Brettspiel Go erlernte und schliefflich menschli-
che Grofimeister besiegen konnte [alp16]. Auch in modernen Real Time Strategy (RTS)
- Spielen wie StarCraft Il wird diese Technik genutzt, um KI-Agenten zu trainieren, die
sich dynamisch an verschiedene Spielsituationen anpassen kénnen [Bli10]. Die Verwen-
dung von Neuronalen Netzen konnte auch die Evaluierungsfunktion, siehe Gleichung 6.2,
ersetzen bzw. verbessern. Dies ist aber frithestens fiir einen Nachfolgeteil des Spiels Quick
C'iv angedacht.

3.2 Monte Carlo Tree Search

Monte Carlo Tree Search ist der Algorithmus, der in dieser Arbeit verwendet wird,
weil er sich in einigen Strategiespielen bewéhrt hat, wie in einigen Artikeln beschrieben
wird [SCS09], [Roel2], [Sam18], [ZHR19], [JWF18], [RFT14], [AHH10], [CF10], [Winl17].
Er ermdoglicht hochwertige Aktionsauswahl, ohne einen vollstdndigen Baum generieren zu
miissen — ein klarer Vorteil gegeniiber dem Minimax-Algorithmus, der aus genau diesem
Grund oft gemieden wird. Zudem ist MCTS ein Any-Time-Algorithmus, was bedeutet,
dass er nach einer bestimmten Zeit terminiert werden kann und er darauthin die bis dahin
beste gefundene Aktion zuriickgibt. Auf diese Weise sind sogar verschiedene Schwierig-
keitsgrade fiir das Spiel trivial implementierbar, indem den verschiedenen Schwierigkeiten
unterschiedlich lange Denkphasen gegeben werden. Auch wenn MCTS nicht immer die
beste Entscheidung garantiert, ist das fiir ein Spiel der Komplexitéitsklasse von Quick
C'iv unproblematisch. Der Aktionsraum ist so grof}, dass es nicht darauf ankommt, die
optimale Aktion zu finden — eine gute reicht vollig aus.

3.2.1 Algorithmus

MCTS ist ein simulationsbasierter Algorithmus zur Entscheidungsfindung in komplexen
Umgebungen [Cou06], [BPW*12], [SGSM23]. Der Algorithmus kombiniert den klassischen
Monte-Carlo-Ansatz, bestehend aus Zufallsstichproben und statistischer Auswertung, mit
einer baumbasierten Suchtechnik. Grundlegend basiert der Algorithmus darauf, vom aktu-
ellen Spielzustand einen Suchbaum aufzubauen, indem man Folgezustande simuliert und
daraufhin bewertet. Er besteht aus vier Hauptschritten, die iterativ durchlaufen werden.
Diese Unterpunkte werden im folgenden noch ausfiihrlich erklart. In der Abbildung 3.1
wird der Ablauf der Schritte grafisch dargestellt.
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Repeated X times

Selection ]—>[ Expansion ]—>[ Simulation ]—>[ Backpropagation

Abbildung 3.1: Monte Carlo Tree Search. Quelle: [Roy19]

3.2.2 Selection

In dieser Phase wird ein Knoten ausgehend vom Wurzelknoten, also dem einzigen Knoten
ohne Elternknoten, des aktuellen Suchbaums anhand einer festgelegten Strategie ausge-
wahlt, der weiter untersucht werden soll. Dabei spielt die Balance zwischen Fxploration
und Ezploitation eine zentrale Rolle.

FExploration bedeutet, neue oder bislang wenig betrachtete Knoten zu erforschen, um po-
tenziell bessere Entscheidungen zu entdecken. Faploitation hingegen bezeichnet die bevor-
zugte Selektion von Knoten, die bereits gute Ergebnisse geliefert haben, um auf bekannten,
vielversprechenden Strategien aufzubauen und diese tiefer zu untersuchen.

MCTS muss beide Aspekte geschickt ausbalancieren: Zu viel Exploration kann zu in-
effizienter Suche fithren, wihrend zu viel Exploitation dazu fiihren kann, dass bessere
Alternativen iibersehen werden und der Algorithmus in einem lokalen Maxima stecken-
bleibt. Deswegen haben sich mehrere Selektionsstrategien gebildet, welche nun genauer
erldutert werden.

Die Random-Selection, siehe Code 3.1, ist sehr simpel. Ausgehend vom Startknoten
wird zufallig ein Kindknoten ausgewéhlt, bis ein Blattknoten, also ein Knoten ohne ei-
gene Kinder, erreicht wird oder ein Knoten, der noch nicht vollstidndig exploriert wurde.
Vollstandige Exploration bedeutet in diesem Kontext die Betrachtung aller moglichen
Kindknoten, welche sich durch den aktuellen Spielzustand und alle legalen Aktionen er-
geben.




Code 3.1: Random-Selection

def SELECT RANDOM(node) :
while node is not Blattknoten:
if node is not vollstaendig expandiert:
return EXPAND(node)
else:
node = random.choice (node. Children)
return node

Die Greedy-Selection, siche Code 3.2, wihlt stets den Kindknoten mit dem hdochsten
Gewinnverhéltnis (Erfolgsquote). Mit dieser Strategie wird stets Exploitation genutzt und
nie exploriert.

Code 3.2: Greedy-Selection

def SELECT GREEDY (node) :
while node is not Blattknoten:
if node is not vollstaendig expandiert:
return EXPAND(node)
else:
node = BEST CHILD GREEDY (node)
return node

def BEST CHILD GREEDY (node) :
return max(node. Children , key=lambda child: child.Value / child. Visits)

Wie in Code 3.3 zu sehen, nutzt die Epsilon-Greedy-Selection eine Mischung aus der
Random- und der Greedy-Strategie. Mit Wahrscheinlichkeit € wird ein zufalliger Kindkno-
ten gewahlt, ansonsten der beste. Mit dieser Strategie werden Exploitation und Explorati-
on auf einfache Weise ausbalanciert. Dabei besteht jedoch das Problem, dass wenn Exploi-
tation praktiziert wird, stets der allerbeste Knoten ausgewéahlt wird, auch wenn er schon
vielfach haufiger ausgewahlt wurde, als &hnlich gute Knoten.

Code 3.3: Epsilon-Greedy-Selection

def SELECT EPSILON GREEDY (node, epsilon):
while node is not Blattknoten:
if node hat nicht vollstaendig expandierte Kinder:
return EXPAND(node)
else:
if random.random() < epsilon:
node = RANDOM CHOICE(node. Children)
else:
node = BEST CHILD GREEDY (node)
return node

Die Upper Confidence Bound (UCB)-Selection, siche Code 3.4, verwendet eine
Balance zwischen Exploration und Exploitation basierend auf der UCB1-Formel [KKS06].
Diese Selektionsstrategie verspricht eine gleichméafligere Untersuchung aller Knoten, mit
Fokus auf die erfolgversprechendsten.

vep="1c. /N (3.1)

n; n;
wobei:

o w; die Anzahl der Gewinne des Kindes i ist,

10
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e n,; die Anzahl der Besuche von Kind 7 ist
e N die Gesamtzahl der Besuche des Elternknotens ist
o (' eine explorative Konstante ist

Diese Formel sorgt fiir eine ausgewogene Balance zwischen Exploration und Exploitation.
Der erste Term * stellt sicher, dass Knoten mit hohen Erfolgschancen bevorzugt werden

(Exploitation). Der zweite Term C'- / II;—N belohnt Knoten, die bisher weniger oft besucht
wurden, um sicherzustellen, dass auch weniger bekannte Alternativen weiter untersucht
werden (Exploration).

Code 3.4: UCB-Selection

def SELECT UCB(node, C):
while node is not Blattknoten:
if node is not vollstaendig expandiert:
return EXPAND(node)
else:
node = BEST CHILD UCB(node, C)
return node

def BEST CHILD UCB(node, C):
UCB_VALUES = []
for child in node.Children:
UCB = (child.Value / child.Visits) + C % sqrt(log(node. Visits) / child. Visits)
UCB_VALUES. Add ((UCB, child))
return node of (max(UCB))

3.2.3 Expansion

In dieser Phase geht es darum, den Suchbaum zu erweitern. Nachdem in der Selection-
Phase ein Knoten ausgewéhlt wurde, welcher weiter exploriert werden soll, wird dieser nun
um einen Kindknoten erweitert. Dazu wird der Spielzustand, der in dem selektierten Kno-
ten gespeichert ist, verwendet. Es wird eine zuféllige legale Spielaktion fiir jeden Spieler
ausgehend vom diesem Spielzustand ausgewéhlt und ausgefiihrt. Der resultierende Spielzu-
stand wird nun in dem neu erstellten Kindknoten gespeichert.

def EXPAND(node) :
if node is terminal:
return node #Keine Expansion moeglich

possible Actions = getPossibleActions (node.gameState)
for action in possibleActions:
if not node.has child for action(action):

newGameState = getNewGameState (node.gameState, action)

for player in players:

possibleActions enemy = player.getPossibleActions (newGameState)
action _enemy = RANDOM CHOICE(possibleActions enemy )
newGameState = getNewGameState (newGameState, action enemy)

newChild = ERSTELLE KNOTEN(newGameState, parent=node)
node. Children . Add (newChild)
return newChild

11
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3.2.4 Simulation

Nachdem der neue Knoten erstellt wurde, braucht er noch eine Bewertung. Dazu wer-
den im MCTS-Algorithmus Simulationen, auch genannt Rollouts verwendet. Dabei wird
ein Spiel oftmals bis zum Spielende simuliert und in dem Knoten gespeichert, ob er die
Simulation gewonnen hat. Diese Standardvariante wurde mit der Zeit jedoch aufgrund
einiger Probleme in spezifischen Féllen weiterentwickelt. Zum Einen miissen die Simula-
tionen nicht zufillig gespielt werden, sondern kdnnen auch nach dem Greedy-Algorithmus
durchgespielt werden, um die Simulationen realistischer und damit wertvoller zu gestal-
ten. Andererseits ist eine einzige Simulation oftmals nicht ausreichend, um eine aussage-
kraftige Bewertung abzugeben. Deswegen werden deutlich mehr als nur eine Simulation
durchgefithrt und der Quotient aus Siegen und gespielten Simulationen gebildet. Falls
die Domaine keine Simulationen bis zum Spielende aufgrund von Performanceproblemen
zulassen, miissen diese vorher terminiert werden. Zudem werden die Simulationen zuneh-
mend ungenauer, je tiefer sie fithren. Aus diesen Griinden verwenden einige Entwickler eine
Evaluierungsfunktion, welche nach einer bestimmten Simulationstiefe auf den resultieren-
den Spielzustand angewandt wird, um den Knoten anhand von Heuristiken zu bewerten.
Beispielsweise werden zehn Ziige von der KI und den Gegnern ausgefithrt und am En-
de der Ziige wird eine Evaluierungsfunktion benutzt, um den Spielzustand zu bewerten.
Logischerweise werden dann nicht die Siege in dem Knoten abgespeichert, sondern der
Wert, der bei der Evaluation zuriickgegeben wird, gemittelt iiber die Anzahl der Simula-
tionen.

3.2.5 Backpropagation

In dieser Phase wird die Riickfiihrung der Bewertung zum Wurzelknoten vollzogen. Nach-
dem nun der neu erstellte Knoten durch die Simulationsphase bewertet wurde, wird sein
Wert an seine Elternknoten weitergegeben, bis der Wurzelknoten erreicht wurde. Dadurch
wird erreicht, dass Knoten mit jeder weiteren Iteration des Gesamtalgorithmus weiter er-
forscht werden und die Bewertung immer genauer wird.

12



3.2.6 Beispiel

[EN] In den folgenden Grafiken (Abbildung 3.2 und Abbildung 3.3) wird der Algorithmus an-

hand eines Beispiels anschaulich erklart.

Selection Expansion

Abbildung 3.2: Selection und Expansion

In diesem Beispiel wird als Selektionsstrategie die Greedy-Selektion verwendet. Der Kno-
ten mit dem grofiten Quotienten aus Siegen und Spielen wird so lange ausgewahlt, bis ein
Blattknoten oder ein nicht vollstandig explorierter Knoten erreicht wird. In der Expansi-
on wird eine zufallige Aktion vom ausgewéhlten Knoten ausgewéhlt und ausgefiihrt. Der
resultierende Knoten wird in den Suchbaum eingehéngt.

13



Simulation Backpropagation

----q

Abbildung 3.3: Simulation und Backpropagation

In diesem Beispiel wird ein Spiel zuféllig bis zum Spielende simuliert und der Spieler
gewinnt das Spiel. In der Backpropagation-Phase wird sowohl der Sieg, als auch das ge-
spielte Spiel bis zum Wurzelknoten zuriickgegeben und eine neue Iteration beginnt. Der
Algorithmus lauft entweder fiir eine festgelegte Iterationsanzahl oder eine bestimmte Zeit.
Anschlieflend wird unabhéangig von der gewéhlten Selektionsstrategie der Kindknoten mit
dem besten Quotienten aus Siegen und Spielen gewédhlt. Der MCTS fiir diese Bachelor-
arbeit bedient sich dieser Standardimplementierung, hat jedoch einige gravierende Ande-
rungen. Die genauere Implementierung und welche Anpassungen vollzogen wurden, wird
in Abschnitt 6.2 beschrieben.

14



[EN]

[EN]

4 Verwandte Arbeiten

In diesem Kapitel werden Arbeiten und Studien betrachtet, welche sich mit dem Thema
MCTS und explizit dem Pruning des Aktionsraumes beschéftigen. Aufgrund der Grofle
und Relevanz des Themas werden ausschliellich bedeutende Paper sowie Studien beriick-
sichtigt, die sich mit d&hnlichen Fragen wie diese Bachelorarbeit befassen. Zudem werden
verwandte Spiele analysiert und die Methoden zur Entwicklung der KI in diesen Spielen
betrachtet.

4.1 Monte Carlo Tree Search

In der Vergangenheit hat sich MCTS in vielen klassischen Strategiespielen als bewahr-
te Methode fiir einen Suchbaum etabliert [SCS09], [Roel2], [Sam18], [ZHR19], [JWF18],
[RET14], [AHH10], [CF10], [Winl7]. Nach erstmaliger Erwdhnung in [Cou06] wurden die
grofiten und bekanntesten Erfolge des Algorithmus im Spiel Go, Schach und Shogi (die
japanische Schach-Variante) erreicht [SHS*17], [SHS*18], [SHM"16], indem der Compu-
ter jeweils gegen die besten Spieler dieser Doméne mit Leichtigkeit gewann. Einer der
groften Meilensteine war dabei der erstmalige Sieg eines Computers gegen den dama-
ligen Grofimeister Lee Sedol in einem vom 9. bis zum 15. Marz 2016 stattgefundenen
5-Spiele-Schach-Turnier. Seitdem ist die Weiterentwicklung des MCTS-Algorithmus stark
gewachsen.

Fiir die unterschiedlichen Phasen des Algorithmus haben sich verschiedenste Varianten
herauskristallisiert, von denen sich einige als dominant erwiesen haben. Das Paper [KS06]
befasste sich das erste Mal mit der Einfiihrung des UCB, um Fzploitation und Ezxploration
in der Selection-Phase gewissenhaft abzuwédgen. Diese Form der Selektionsstrategie hat
sich im Verlaufe der Zeit als praktikabel erwiesen.

Fiir die Simulationen, oder auch Rollouts genannt, sind bei performanceintensiven Spie-
len frithzeitige Terminierungen wichtig, da Simulationen bis zum Spielende zu zeitauf-
wendig wire. Wie in Abschnitt 5.3 beschrieben, ist Quick Civ ebenfalls ein Spiel, wel-
ches keine Simulationen bis zum Spielende ermoglicht. In dem Paper [Lorl5] wird dieses
Thema intensiv betrachtet. Die Rollouts des MCTS-Algorithmus werden nach wenigen
Zigen terminiert und der resultierende Spielzustand aufgrund von Domainwissen evalu-
iert.

Andere Arbeiten haben fiir die Evaluierung des Spielzustandes ein neuronales Netz ver-
wendet, welches den Zustand einliest und eine Bewertung ausgibt [GSLL16], [SHST17],
[SHST18], [CGDNV*21].

Neben der bereits angesprochenen langen Berechnungszeit ist ein sehr breiter Suchbaum
cine weitere Hiirde fir die Qualitdt des MCTS-Algorithmus. [GS11] befasst sich mit
der Heuristik All-Moves-As-First, die jeder Aktion einen Wert zuweist, welcher aus dem
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Durchschnitt aller Simulationen, in denen die Aktion verwendet wird, berechnet wird. Die-
ser Wert wird dann verwendet, um zu entscheiden, welche Aktion in der Selection-Phase
ausgewahlt wird. Dies setzt voraus, dass die Qualitdt einer Aktion unabhéngig davon ist,
zu welchem Zeitpunkt jene Aktion ausgefithrt wird, was auch fiir das Spiel Quick Civ
zutrifft. In dieser Arbeit wird sich auf Pruning und die neue Methode MCTS-Memory be-
schrankt, um das Problem des breiten Suchbaums anzugehen.

Da MCTS ein breites Forschungsgebiet ist, gibt es unzédhlige Anpassungen, um die Per-
formance je nach Doméne zu steigern. In den Papern [BPW*12] und [SGSM23] werden
deswegen als Uberblick die verschiedensten Anpassungen des Algorithmus zusammenge-
fasst.

4.2 Action Space Pruning

In Abschnitt 5.2 wird ausfiihrlich beschrieben, dass der MCTS auf Action Space Pruning
angewiesen ist, um bessere Ergebnisse zu erzielen. Das Problem eines groflen Suchraums ist
bekannt und wurde bereits in einigen Studien bearbeitet. Da Pruning zumeist Domain-
wissen erfordert, ist jedes dieser Paper lediglich Inspirationen und kénnen nicht trivial
iibernommen werden.

[JTTR14] befasst sich mit dem Clustering von Einheiten in dem RTS-Spiel StarCraft.
Aktionen werden in dieser Pruning-Variante nicht einzelnen Einheiten zugeordnet, son-
dern gleichzeitig auf eine groBere Gruppe an Einheiten angewandt. Durch diese Anderung
wird der Aktionsraum deutlich verkleinert, was eine tiefere Baumsuche ermoglicht. Diese
Anpassung liefle sich im Spiel Quick Civ zwar theoretisch umsetzen, indem man mehrere
Felder gruppiert und bei allen das gleiche Gebaude baut, jedoch wiirde dies zu erhebli-
chen Nachteilen fithren, da es fiir die Effektivitat der Gebaude sehr wichtig ist, welche
anderen Gebédude daneben gebaut werden. Deshalb ist das Clustering der Felder nicht
vorteilhaft.

In dem Paper [MMLN18] wird die NaiveSampling-Methode behandelt. In RT'S-Spielen
ist es oft der Fall, dass der Spieler eine grofie Menge an Einheiten kontrolliert. Durch
NaiveSampling werden die einzelnen Entscheidungen, welche Aktionen die Einheiten aus-
fithren sollen, als alleinstehende Multi-Armed-Bandit-Probleme behandelt, welche durch
einen globalen Multi-Armed-Bandit verbunden sind. Dadurch wird verhindert, dass ein
riesiger Aktionsraum entsteht, bei dem alle Einheiten mit all ihren Aktionen betrachtet
werden. Diese Methode des NaiveSampling wird in dem Paper durch Domainwissen noch
erweitert und dadurch verbessert, indem tendenziell schlechtere Aktionen herausgefiltert
werden. Die Methode lésst sich fiir Quick Civ nicht anwenden, da in dem Strategiespiel
keine Parallelitdt, wie in den RTS-Spielen, herrscht. Anstatt mehreren Einheiten Aktio-
nen zuzuordnen, bedarf es in Quick Civ lediglich einer einfachen Aktionsauswahl aus einer
sehr groflen Menge an Bauaktionen.

Action Abstraction via Scripts ist eine weitere bekannte Pruning Methode, wel-
che darauf beruht, anhand von Highlevel-Scripts zu entscheiden, welche Aktionen in
der aktuellen Spielsituation betrachtet werden. Beispielsweise wird in RTS durch die
Scripts entschieden, ob der Spieler gerade angreifen soll, oder nicht. Je nachdem, wofiir
das Script ausschlagt, werden demnach Aktionen zum Angreifen herausgefiltert. [ML18],
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[DHGJ"21]. Diese Methode erfordert Domainwissen und lieSe sich auch fir Quick Civ
umsetzen.

Move Pruning ist eine Methode, um bestimmte Aktionen anhand von Domainwissen
auszuschlieBen, um damit die GroBe des Suchraums zu verringern [OSM20]. Da diese
Methode auf das Spiel explizit angepasstes Wissen benotigt, sind andere Arbeiten auf
diesem Bereich wenig relevant fiir die Ausarbeitung geeigneter Pruningverfahren fiir den
MCTS dieser Bachelorarbeit. Jedoch ist dieser Punkt hier zu erwédhnen, da auch fiir Quick
Civ Move-Pruning Methoden erstellt wurden, wie in Kapitel 6 ausfithrlich aufgezeigt
wird.

4.3 Verwandte Spiele

4X-Spiele sind haufig fiir ihre schlechte KI bekannt. Das liegt hauptsachlich daran, dass
die meisten dieser Spiele viele komplexe Systeme haben und eine optimierte KI nicht im
Fokus der Entwicklung steht. Deshalb und weil die Unternehmen ihre KI-Entwicklungen
nicht verdffentlichen miissen, gibt es relativ wenig Forschung auf diesem Gebiet. Trotzdem
lasst sich aus Interviews und durch Reverse Engineering (dem Analysieren des Programm-
codes) zumindest schétzen, wie die KI in den grofien Vorreitern funktioniert. Zum Beispiel
wurden in der Civilization-Reihe in Teil 2 Utility-AI ([Wikb]) verwendet und in Teil 6 eine
Mischung aus Utility-Al und Decision Trees (genauer beschrieben in Kapitel 3) [CIV]. Eu-
ropa Universalis IV (kurz EUIV) dagegen benutzt fiir die Wirtschaftsentscheidungen einen
greedy-Algorithmus, hat dafiir aber ein ausgepriagteres Diplomatiesystem, welches ver-
sucht den stérksten Spieler aufzuhalten und eine Kampfberechnung, welche in der Lage ist,
auch fahige Angriffskriege zu fithren [EUI|. Sowohl Civilization VI als auch EUIV geben
der KI auf hoheren Schwierigkeitsgraden diverse Boni, um die schlechte KI auszugleichen.
Man kann daran gut erkennen, dass diese Algorithmen hauptséchlich dafiir da sind, einen
interessanten Gegner zu kreieren und dafiir gerne auf tatsiachliche Kl-stirke verzichten.
Fiir das deutlich weniger komplexe Strategiespiel Free Civ wurde auch schon ein Knowled-
ge Based Reinforcement Learning-Verfahren angewendet [VNSB20]. Die resultierende KI
war auch deutlich starker als die gegebene Computer-KI. Fiir simplere Strategiespiele wie
Schach und Go wurden schon viele Algorithmen angewendet. Darunter auch haufig MCTS,
aber auch Reinforcement Learning durch Neuronalen Netze wie z.B. bei Alpha Zero. Diese
Spiele bieten allerdings keinen besonders sinnvollen Vergleich, da der Komplexitatsunter-
schied zu grof ist (sieche Abschnitt 5.2, Abschnitt 5.3).

4.4 MCTS mit Memory

Die Idee, den MCTS mit Hilfe von Speicher zu optimieren, ist in einigen Quellen zu
finden. Dabei gibt es verschiedene Ansitze wo man mit Memory optimieren kann. Eini-
ge Quellen beschéftigen sich damit, bestimmte Zwischenwerte des MCTS abzuspeichern
und so die Performance zu erhohen, aber die meisten davon sind entweder nicht auf
Quick Civ anwendbar oder zumindest sehr verschieden zu dem Memory-MCTS Algo-
rithmus, der in dieser Arbeit Anwendung findet. Eine weitere relativ haufig verwende-
te Memory-Optimierung ist das wiederverwenden des Suchbaums. Dabei wird sich der
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Suchbaum nach den Berechnungen gespeichert und kann dann im néchsten Spielzug wie-
derverwendet werden, in dem man mit dem Suchbaum der Aktion startet, fiir die sich
im vorherigen Spielzug entschieden wurde. Dann muss man zumindest diesen Teil des
Baums nicht erneut berechnen, da er identisch zum alten wire [ABCS20]. Dieser An-
satz ist bei Quick Civ aber faktisch nicht umsetzbar, da es sowohl fiir den Spieler als
auch die Gegner so viele Aktionen gibt, dass der exakte GameState des nichsten Zuges
entweder nicht im Suchbaum auftaucht oder der dazugehorige Baum so klein ist, dass
dies vernachlédssigbare Einsparungen bringt. Ein anderer Ansatz evaluiert States, indem
es sie mit den schon berechneten States vergleicht und ihnen entsprechend Score zuweist,
je nach dem wie dhnlich sich die States sind [XMM18]. In einem letzten Paper werden
Aktionen wiederverwendet, die innerhalb des Suchbaums schon einmal evaluiert wurden
[XNP*24]. Dieser Ansatz ist dem Memory-MCTS dieser Arbeit am dhnlichsten, jedoch
mit dem Unterschied, dass der Memory-MCTS die Evaluierung iiber mehrere Runden
speichert.
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5 Quick Civ

[ET] Quick Civ ist ein 4X-Strategiespiel, welches im Rahmen dieser Bachelorarbeit entwickelt

wurde. Es handelt sich dabei um ein von [Gam23] inspiriertes Rundenstrategiespiel, mit
dem entscheidenden Unterschied, dass das Spiel deutlich einfacher und schneller als die
Vorlage ist. Der Fokus dieser Arbeit soll zwar auf der Gegner-KI im Spiel liegen, aber
um diese und die entsprechenden Anpassungen verstehen zu kénnen, werden in diesem
Kapitel die Mechaniken von Quick Civ erklart.

5.1 Spielbeschreibung

Quick Civ ist ein rundenbasiertes 4X-Strategiespiel. Das heifft es spielen mehrere Spieler
(menschlich oder KI) auf einer groffen Karte, um am Ende die meisten Punkte zu sammeln.
Das Spielfeld besteht aus vielen Sechseckfeldern, auf denen sich jeweils 0-3 Naturelemente
befinden. Aktuell gibt es zwei verschiedene Naturelemente: Wald (griines Quadrat) und
Berg (graues Quadrat).

Abbildung 5.1: Spielfeld

Zum Start des Spiels beginnt jeder Spieler mit einem Stadtzentrum in einer Ecke. Von
dort aus versuchen sich die Spieler weiter auszubreiten. Da das Spiel moglichst einsteiger-
freundlich sein soll, gibt es nur eine Aktion, die die Spieler machen kénnen: Das Bebauen
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eines Hex-Feldes. Hierfiir existieren 28 verschiedene Gebédude, die man bauen kann. Ein
Uberblick iiber die Gebaude befindet sich in Abschnitt B..

Es gibt im Spiel drei verschiedene Ressourcen, die verschiedene Aufgaben erfiillen. Nah-
rung wird benétigt, um unbebaute Felder das erste mal zu bebauen. Je weiter das Feld
von einem Stadtzentrum entfernt ist, desto hoher sind die Nahrungskosten. Material wird
immer benotigt, wenn man ein Gebaude baut. Hierbei wird der Preis nur von der Art des
Gebaudes bestimmt. Punkte sind die letzte Ressource. Sie werden nicht fiir das eigentli-
che Spielen gebraucht, sondern sind am Ende fiir die Auswertung wichtig. Der Spieler, der
nach 100 Runden die meisten Punkte hat, gewinnt das Spiel.

Die Gebédude geben alle verschiedene Boni und produzieren die verschiedenen Ressourcen.
Wie viel die Gebédude produzieren, hingt mafigeblich davon ab, wo sie gebaut werden.
Ein Holzfaller produziert z.B. fiir jeden angrenzenden Wald ein Material pro Runde. Ein
Wohnviertel produziert dagegen fiir jedes angrenzende bebaute Feld 2 Material, wie in
Abbildung 7.10 zu sehen. Die Komplexitit des Spiels entsteht also hauptséchlich durch
die Vielzahl an verschiedenen Gebauden, welche durch ihre Platzierungen alle miteinander
interagieren konnen.

(a) Holzfillerboni (b) Hausboni

Abbildung 5.2: Boni fiir verschiedene Gebédude

Kommt es zu einer Konfrontation mit einem anderen Spieler bieten sich zwei Optionen:
Erstens kann man friedlich mit dem anderen Spieler koexistieren und mit dem Handels-
posten ein Gebaude bauen, welches von fremden Feldern profitiert. Zweitens kann man
gegen den anderen Spieler kimpfen, indem man Militargebaude baut und versucht damit
seine Felder einzunehmen. Das Militarsystem funktioniert dabei so, dass Militargebdude
militarischen Druck auf angrenzende Felder ausiiben. Ubt man iiber drei Runden mehr

Druck auf ein Feld aus als sein Besitzer, iibernimmt man die Kontrolle des Feldes wie in
Abbildung 5.3 zu sehen ist.
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(a) Vor dem Konflikt (b) Nach dem Konflikt

Abbildung 5.3: Militar

5.2 Komplexitat

MCTS ist ein vielfach eingesetzter Algorithmus, der auch schon bei anderen Strategie-
spielen Anwendung gefunden hat. Allerdings ist hier eine Einordnung zwingend notwen-
dig, da sich verschiedene Strategiespiele unterschiedlich gut fiir den Algorithmus eignen.
Eine Starke des MCTS liegt zwar darin, aus einem Suchbaum die vielversprechendsten
Aktionen schnell rauszufinden und dann tiefer zu erforschen, aber das funktioniert nur
so lange, wie jede Startmoglichkeit auch ausreichend exploriert werden kann. Bei Quick
Civ ist dies spater im Spiel haufig nicht mehr moglich, da der Action Space zu grofl
wird.

Um dieses Problem nochmal zu verdeutlichen folgt ein Vergleich zwischen Go (MCTS
wurde vielfach fir Go eingesetzt) und Quick Civ:

Go Quick Civ
o 15 x 15 Felder mit jeweils
Anzahl mogliche 19 i 19 Felder mit | ewells 113 Zusténden (28 Gebédude
. B 3 Zustanden (schwarz, weif}; leer) . .
Spielzustande ereibt 1. 74 x 10172 je 4 Spieler, unbebaut)
bt 4, ergibt 6,26 x 1026%
Durchschnittsanzahl Halfte aller Felder: ca. 50 Felde}r
. und ca. 20 Gebéaude:
an Aktionen pro Runde 180,5
1000
grofftmogliche Anzahl alle Felder: ca. 150 Fel“der
. und 28 Gebaude:
an Aktionen pro Runde 361 4900

Tabelle 5.1: Komplexitétsvergleich

Die moglichen Spielzustande fiir Quick Civ sind nicht ganz akkurat sondern nur eine obere
Abschétzung. Sie sagen aber ohnehin nur bedingt etwas tiber die Komplexitit aus. Die
durchschnittlichen Anzahl Aktionen pro Runde sind deutlich wichtiger und diese zeigen
deutlich, dass MCTS bei Quick Civ deutlich mehr Aktionen zu beurteilen hat, als bei Go.
Dies wird sogar noch wichtiger, da der Aufwand nicht linear, sondern exponentiell mit
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der Anzahl an Aktionen steigt. Das kommt daher, dass pro Schritt den der Algorithmus
tiefer geht, er theoretisch wieder den gesamten Action Space iiberpriifen muss, bis er tiefer
gehen darf.
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5.3 Performance

Als weitere Schwierigkeit erwies sich die Performance von Quick Civ. Wahrend bei simple-
ren Strategiespielen wie Go die Zustandsberechnung relativ einfach ist, missen fir Quick
C'iv bei jeder Aktion Ressourceneinkommen, Militarwerte usw. berechnet werden. Wah-
rend Spiele normalerweise so optimiert werden, dass sie in Echtzeit spielbar sind, wurde
Quick Civ so stark optimiert, sodass jetzt tiber 10000 Zustdnde pro Sekunde berechnet
werden konnen. Diese Optimierung ist auch zwingend notwendig, um MCTS auf &hnliche
Spiele oder Projekte anzuwenden. Deswegen sollte es gut bedacht sein, ob man MCTS fiir
Spiele-KI einsetzt, da dann die Performance definitiv eine deutlich grolere Rolle spielen
wird. Aulerdem muss das Spiel ein Forward-Model besitzen. Das heifit man muss aus dem
aktuellen Zustand alle moglichen Aktionen extrahieren und mit diesen neue Spielsténde
simulieren konnen, ohne den originalen Zustand zu verdndern. Da dies in den meisten
Spielen nicht notwendig ist, wurde das Spiel hier auch deutlich anders entwickelt als das
fiir gewohnlich getan wird.
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6 Methodik

Um die Forschungsfragen in Hinblick auf die Leistung des MCTS zu beantworten, bedarf
es einiges an Vorleistungen. Wie in Kapitel 5 ausfiihrlich beschrieben, wurde im Rah-
men dieser Bachelorarbeit der Grundbaustein eines 4X-Spiels mit dem Namen Quick Civ
entwickelt. Damit nicht-menschliche Spieler das Spiel spielen kénnen, wurde die Funk-
tion getNextActions() bereitgestellt, welche jede Runde fiir jeden teilnehmenden Spieler,
egal ob von Mensch oder Maschine gesteuert, aufgerufen wird. Menschliche Spieler kon-
nen anschliefend durch Eingabegeréte ihre Aktionen deklarieren, wohingegen die nicht-
menschlichen Spieler ihren Algorithmus nutzen, um entsprechende Aktionen auszuwéhlen.
Zur Verfiigung stehen allen Spielern der aktuelle Spielzustand mit allen moglichen Aktio-
nen, die Ressourcen (-produktion) jedes Spielers und ein Forward-Modell. Dieses Modell
beschreibt eine Ubergangsrelation von einem Spielzustand, iiber eine Menge an Aktio-
nen, zu einem resultierenden Spielzustand. Auf diese Weise kénnen die nicht-menschliche
Spieler ermitteln, wie das Spiel nach bestimmten Aktionen aussieht und daraufhin Ent-
scheidungen und Bewertungen treffen. Dieses Forward-Modell ist der menschlichen Vor-
stellungskraft gleichzusetzen, wenn der Spieler nachdenkt, was passieren wird, wenn er
oder die Gegner bestimmte Aktionen ausfithren.

Mit der Schnittstelle getNexztActions() wird also gewéhrleistet, dass sowohl menschli-
che, als auch nicht-menschliche Spieler mit dem Spiel interagieren konnen. Im weite-
ren Verlauf dieses Kapitels wird aufgezeigt, welche Arten von nicht-menschlichen Spie-
lern implementiert wurden, um schlussendlich die Forschungsfragen beantworten zu kon-
nen.

6.1 Random und Greedy

Zur Bewertung verschiedener Herangehensweisen nicht-menschlicher Spieler werden zwei
einfache Strategien als Benchmark verwendet: die Random-Strategie und die Greedy-
Strategie. Sie dienen als Referenz fiir den Vergleich mit komplexeren Entscheidungsver-
fahren und ermoglichen eine erste Einschiatzung der Leistungsfahigkeit von Algorithmen
in diesem Spiel.

Die Random-Strategie stellt die einfachste Form der Entscheidungsfindung dar. Hierbei
wahlt der nicht-menschliche Spieler in jeder Runde zufillig eine Aktion aus den verfiig-
baren Aktionen aus. Diese Strategie erfordert keinerlei Bewertung oder Planung, sondern
basiert ausschlielich auf Zufall. Obwohl sie nicht darauf ausgelegt ist, das Spiel effektiv
zu gewinnen, dient sie als Referenzpunkt fiir den Vergleich mit intelligenteren Strategi-
en.
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Code 6.1: Random-Bot

function get next actions():

result = []
possibleActions = getPossibleActions (currentGameState)
if possibleActions is not empty:
randomAction = random.Choice(possibleActions)

result .Add(randomAction)

return result

Ein Vorteil der Random-Strategie ist ihre einfache Implementierung und geringe Re-
chenanforderung. Sie ermoglicht es, grundlegende Mechaniken des Spiels zu testen und
bietet eine untere Leistungsgrenze fiir andere Strategien. In den durchgefithrten Simu-
lationen zeigt sich logischerweise jedoch schnell, dass sie keine wertvollen Ergebnisse
zeigt.

Die Greedy-Strategie verfolgt einen deterministischen Ansatz, indem sie in jeder Runde
die kurzfristig beste Aktion wahlt. Dies geschieht anhand einer Evaluierungsfunktion, die
den unmittelbaren Nutzen einer Aktion bewertet. Da Stadtzentren fiir das Spiel essentiell
sind, jedoch keinen unmittelbar splirbaren Nutzen mit sich bringen, erhalten Greedy-
Bots einen Counter, welcher dafiir sorgt, dass alle x-Runden ein Stadtzentrum gebaut
wird.

Code 6.2: Greedy-Bot

function get next actions(cityCentreCounter):
result = []

if (cityCentreCounter is 0):
cityCentreCounter = turnsForCityCentre
return result.Add(buildCityCentreAction)

else:
cityCentreCounter.decrement ()

possibleActions = getPossibleActions (currentGameState)

if possibleActions is not empty:
for action in possibleActions:
newGameState = getNewGameState (currentGameState , action)
value = getValue (newGameState)
if value > bestValue:
bestValue = value
bestAction = action

if bestAction is not None:
result .Add(bestAction)

return result

Ein zentraler Aspekt der Greedy-Strategie ist die Wahl einer geeigneten Bewertungsfunk-
tion. Diese Bewertungsfunktion, im Pseudocode mit getValue bezeichnet und in Glei-
chung 6.2 zu sehen, ist nicht nur fiir den Greedy-Bot essentiell, sondern auch spater
fiir den MCTS-Algorithmus, welcher auf eine Bewertungsfunktion zuriickgreift. Das in-
teressante der Bewertungsfunktion ist die Abwagung zwischen Produktionsverbesserung
und Punktegenerierung. Wie in Kapitel 5 beschrieben, sind die Punkte zwar essentiell,
um das Spiel zu gewinnen, jedoch braucht man genug Ressourcen, um sein Reich zu ver-
groflern und so die spitere Punktegenerierung zu gewihrleisten. Aus diesem Grund ist
eine Bewertungsfunktion entstanden, die sowohl die Ressourcenproduktion, als auch die
Punktegenerierung abwagt, und zwar abhéangig zum Verlauf des Spielfortschritts, wie in
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Gleichung 6.1 zu sehen ist. Dadurch wird gewéhrleistet, dass die Spieler am Anfang des
Spiels die Ressourcenproduktion und dann ab einem bestimmten Zeitpunkt immer mehr
Punktegenerierung priorisieren.

(6.1)

currentRound - pointInc 0 1)

gameProgression = clamp ( finalRound
nalRoun

E(s) = (mp - material + fp - food + bp - material - food + tp - tiles) - (1 — gameProgression)
+(pp - points) - gameProgression
(6.2)

Dabei stehen die Parameter fiir folgende Werte:

o gameProgression: Ein Wert zwischen 0 und 1, der den Spielfortschritt anhand der
aktuellen Runde bestimmt. Durch pointInc kann der Wert schneller auf 1 gelangen,
um schneller nur noch Punktegebaude zu bauen.

« material, food, points: Ressourcenproduktion des Spielers.

o mp, fp, pp: Parameter fiir die Gewichtung der Einzelbestandteile

o tiles, tp: Anzahl an bebauten Feldern des Spielers und dazugehériger Parameter.
e bp: Parameter, um Gleichgewichtung von material und food zu belohnen.

Durch die einzelnen Parameter kann jeder Bot individuell auf verschiedene Taktiken ein-
gestellt werden. Bots mit einem hohen Tile-Parameter (tp) bebauen vor allem neue Fel-
der, anstatt alte zu iiberbauen und erobern gerne andere Spieler. Ein hoher pointInc
sorgt dafiir, dass man bereits frith nur noch ausschliefSlich Punktegebaude selektiert. Nach
mehrfachen Testspielen und analysieren der Ergebnisse hat sich herausgestellt, dass aus-
geglichene Parameter (alle Parameter haben den Wert 1, aufler PointInc mit einem Wert
zwischen 1.5 und 2) die beste Strategie fiir einen Greedy-Bot gewéhrleisten. Zudem sollte
er alle 10-20 Runden ein Stadtzentrum bauen, was wie im Code 6.2 gezeigt, durch den
Parameter (turnsForCityCentre) eingestellt werden kann. Durch diese Parameterwerte
verfolgt der Greedy-Bot einen einfachen Plan: am Anfang baut er gleichméfiig Material-
und Nahrungsgebédude und ab circa der Halfte des Spiels ausschlieBlich Punktegebéu-
de. So wird sichergestellt, dass er stets genug Ressourcen fiir den Ausbau der Punkte-
generierung hat, ohne dabei zu spat mit dem Bau der Punktegebaude anzufangen. Da
der Greedy-Bot nur als ein Benchmark fiir andere Algorithmen dient, geniigt eine gro-
be Uberlegung und das analysieren einiger Testspiele als Entscheidungsgrundlage fiir die
Parameter.

Ein wesentlicher Nachteil dieser Methode ist die fehlende Weitsicht: Da immer nur der
unmittelbar beste Zug gewéhlt wird, kann es dazu kommen, dass langfristige Vorteile
zugunsten kurzfristiger Gewinne ignoriert werden. Dies fithrt in einigen Spielsituatio-
nen zu ineffizienten Entscheidungen, insbesondere wenn ein bestimmtes Gebaude erst
durch die Kombination mit anderen Bauwerken seine Effektivitéit steigert. Aulerdem hat
der Greedy-Ansatz einen weiteren grofien Schwachpunkt - das Militarsystem. Da Mili-
targebaude keinen direkten Vorteil in der Ressourcenproduktion bieten, werden sie von
Greedy-Bots ignoriert. Dies fiihrt dazu, dass sie im Spiel gegen bessere Spieler, egal ob
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menschlich oder nicht-menschlich, regelrecht tiberrannt werden, da sie sich nicht verteidi-
gen.

6.2 Vanilla-MCTS

Vorneweg muss erwahnt werden, dass die MCTS-Bots lange nicht so viele Simulationen
in der Simulationsphase durchlaufen koénnen, wie es zumeist iiblich ist. Dies hat einfa-
che Griinde, die bereits in Abschnitt 5.3 beschrieben wurden. Deswegen ist die Wahl der
Parameter und die Entscheidung fiir die richtigen Strategien in den einzelnen Phasen
des Algorithmus noch entscheidender, da nicht leichtsinnig x-beliebig viele Simulationen
durchgefiithrt werden koénnen, sondern stets Rechenzeit gegen Leistung abgewogen wer-
den muss. In diesem Abschnitt wird erklart, welche genaue Implementierung des MCTS
umgesetzt wurde. Dabei entstand zumeist eine Vielzahl an Variationen, welche dann
durch einen FEwolutiondren Algorithmus, ndher beschrieben in Abschnitt 6.3, evaluiert
wurden.

Um die optimale Strategie fiir die Selection-Phase herauszufinden, wurden alle in Un-
terabschnitt 3.2.2 beschriebenen Methoden implementiert, dazu gehoren die Random-,
Greedy-, EpsilonGreedy-, und die UCB-Strategie, da von Anfang an nicht offensicht-
lich war, welche der Strategien die effektivste ist. Zudem sind alle notigen Parameter
(z.B. epsilon fiir die Epsilon-Greedy Methode oder C fir die UCB-Methode) modular
veranderbar, sodass sie durch den Fuvolutiondren Algorithmus angepasst werden kon-
nen.

Um die UCB-Strategie korrekt anwenden zu konnen, ist eine Normalisierung der Wer-
te erforderlich, da UCB nur fiir Werte im Intervall [0, 1] zuverlassig funktioniert. Als
Grundlage dient die Methode aus [VSS17], insbesondere Abschnitt 4.4. Die Normalisie-
rung erfolgt vor der Anwendung der UCB-Formel, indem fiir jeden Knoten der beste und
der schlechteste Wert unter seinen Kindknoten ermittelt wird. Dabei wird nicht direkt
der gespeicherte Wert eines Kindes betrachtet, sondern der Mittelwert aus gesammeltem
Wert und Besuchen, also der Quotient in Gleichung 6.3

Q) = )

~ visits(n) (6.3)

Die Normalisierung eines Wertes ((c) innerhalb eines Knotens erfolgt dann nach durch
Gleichung 6.4.

Q(n) B Qmin

Qnorm(n) B Qma - C\?min

(6.4)

wobei:
e (Q(n) der durchschnittliche Evaluierungswert eines Kindknotens ist,
e Qmin der schlechteste Durchschnittswert unter den Kindknoten ist,

e (Qmax der beste Durchschnittswert unter den Kindknoten ist.

27



Durch diese Transformation werden alle Werte in den Bereich [0, 1] skaliert, sodass die
UCB-Formel korrekt angewendet werden kann.

Die Expansion-Phase erfordert wenig Anpassung, da sie relativ klar definiert ist. In
dem verwendeten Algorithmus werden durch eine Funktion alle moglichen Aktionen des
Spielzustands ermittelt und anschlieSend zuféllig eine von ihnen ausgewahlt und ausge-
fithrt. Danach werden fir jeden Gegner ebenfalls eine Aktion ausgewahlt und auf den
neuen Spielzustand angewandt. Der resultierende Spielzustand wird in den bestehenden
Baum eingehéangt und die selektierte Aktion wird aus den moglichen Aktionen des ur-
spriinglichen Knotens gestrichen, damit sie nicht erneut in der Expansion-Phase betrach-
tet wird.

Die Simulation-Phase stellt den komplexesten und variabelsten Abschnitt des MCTS-
Algorithmus dar. Wie bereits zuvor erwahnt, ist es nicht praktikabel, mehrere Hundert
Simulationen bis zum Spielende durchzufiihren. Daher wird die Anzahl der Simulatio-
nen begrenzt und nur bis zu einer bestimmten Tiefe ausgefiithrt, wobei anschlieSend die
Evaluierungsfunktion E(s) (siehe Gleichung 6.2) angewendet wird. Allerdings wird die
Evaluierungsfunktion nicht nur auf den Spielzustand nach der Simulation angewandt,
sondern die Differenz zum Ausgangszustand im Wurzelknoten des aktuellen Suchbaumes
berechnet, siche Gleichung 6.5

AE(S) = E(Send) - E(Sroot) (65)

Dadurch ergibt sich eine relative Verdnderung des Spielzustands anstelle eines absoluten
Werts. Dies hat zur Folge, dass die gespeicherten Werte in den Knoten, unabhéngig von
der Phase des Spiels, prozentual dhnlich bleiben.

Ein Beispiel verdeutlicht diesen Ansatz:

o Aktuelle Spielrunde: 20
o Wert der Evaluierungsfunktion fiir den Wurzelknoten E(s,00): 300

« Wert der Evaluierungsfunktion nach einer Simulation, ausgehend von
Spielzustand s E(Sena1): 350 (z. B. durch den Bau eines vorteilhaften Gebaudes)

e Wert der Evaluierungsfunktion nach einer alternativen Simulation, aus-
gehend von Spielzustand s E(Senq2): 280 (z. B. durch den Bau eines ungiinstigen
Gebaudes)

e Veranderung relativ zum Wurzelknoten:
— AFE; =350 — 300 = +50
— AFy; =280 — 300 = —20
Vergleicht man stattdessen nur die absoluten Werte der Evaluierungsfunktion der Endzu-

stdnde, so ergibt sich ein prozentualer Unterschied:

350

S~ ~1,25 (d. h. +25
50 ~ 125 (d b +25%)
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Dieser relative Unterschied nimmt mit fortschreitendem Spielverlauf zwangslaufig ab, da
einzelne Aktionen am Anfang des Spiels die Produktion verdoppeln kénnen, wahrend sie
am Ende des Spiels maximal einen Vorteil von wenigen Prozenten bringen. Betrachtet man
jedoch die Differenz zum Wurzelknoten, bleibt die Skala der Werte stabil und ermoglicht
eine konsistente Bewertung tiber verschiedene Spielphasen hinweg.

Zuséatzlich flieen die Evaluierungsfunktionen der Gegner ebenfalls in die Bewertung mit
ein, um zu belohnen, den Gegnern zu schaden. Dazu wurde folgende Formel benutzt, siehe
Gleichung 6.6.

AE(s) falls w =0
V = { AE(s) — AE*(s) falls w =1 (6.6)
AE(s) —w-AE*(s) — X (1;“) AFE;(s) sonst
i#self ik

wobei:
« AE(s) die Evaluierungsfunktion vom Spielzustand des Spielers ist.
o AFE*(s) die Evaluierungsfunktion vom Spielzustand des besten Gegners ist.
« AE;(s) die Evaluierungsfunktionen vom Spielzustand fiir andere Gegner sind.

e w € R, w € [0,1] der WinnerBias-Parameter, das Gewicht fiir den starksten
Gegner ist.

o N die Anzahl der Spieler ist.

Dieser Ansatz erlaubt eine differenzierte Bewertung der Simulationsergebnisse, indem
nicht nur die eigene Verdnderung im Spielzustand betrachtet wird, sondern auch die rela-
tive Entwicklung der Gegner einbezogen wird. Ein hoher w-Wert priorisiert den Vergleich
mit dem stérksten Gegner, wihrend kleinere Werte eine gleichmafigere Berticksichtigung
aller Spieler ermdglichen.

Die Simulationen kénnen auf unterschiedliche Weise ausgefiihrt werden. Fiir die Umset-
zung wurden verschiedene Varianten gewahlt, die jeweils durch Parameter gesteuert wer-
den konnen — sowohl fiir den Spieler als auch fiir die Gegner:

o Random: Eine zuféllige Aktion wird aus allen méglichen Aktionen ausgewéhlt.
o Greedy: Die kurzfristig beste Aktion wird aus allen méglichen Aktionen ausgewéhlt.

o RandomWithoutOverwrite: Eine zufillige Aktion wird gewéahlt, wobei Aktionen aus-
geschlossen werden, bei denen ein bereits bebautes Feld tiberbaut wird. Dies ver-
starkt die Simulation der Ausbreitung des Spielers bzw. der Gegner im Vergleich
zur reinen Random-Strategie.

o RandomWithoutOverwriteWithMilitary: Diese Variante entspricht der Strategie Ran-
dom Without Overwrite, erlaubt jedoch das Uberbauen von Militdrgebduden oder das
Ersetzen bestehender Gebaude durch Militargebaude. Dies tragt der Tatsache Rech-
nung, dass es im Spielverlauf hiufig sinnvoll ist, Militargebaude spéter zu iiberbauen
oder andere Gebaude durch sie zu ersetzen.
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o JustWaiting: In dieser Varianten werden keine Aktionen ausgefiihrt, sondern nur
gewartet. Dies hat zur Folge, dass das Ergebnis von militarischen Prozessen abge-
wartet wird und das Ergebnis daraus evaluiert werden kann

Mit steigender Komplexitat der Simulationsstrategie erhoht sich die Aussagekraft der
einzelnen Simulationen, da diese realistischer an den tatsédchlichen Spielverlauf angelehnt
sind. Gleichzeitig fithrt eine hohere Komplexitiat jedoch zu ldngeren Rechenzeiten. Da-
durch konnen auch einfachere Random-Rollouts effektiv sein, da sie aufgrund der geringe-
ren Rechenzeit eine groffere Anzahl an Simulationen erméglichen.

Nach der Simulations-Phase liegen mehrere Ergebnisse aus den durchgefiihrten Simulatio-
nen vor. In der anschliefenden Backpropagation-Phase werden diese Ergebnisse gemit-
telt und an die iibergeordneten Knoten weitergegeben. Der durchschnittliche Wert aus den
Simulationsergebnissen berechnet sich wie folgt in Gleichung 6.7

_ Moy
V= ZMl (6.7)
wobei:
o M die Anzahl der durchgefiihrten Simulationen ist.
o V die endgiiltige Bewertung des Spielzustandes ist.

Dieser gemittelte Wert wird dann entlang des Suchbaumes propagiert. Der Wert eines
Knotens V' (n) wird dabei geméfl Gleichung 6.8 aktualisiert:

1

V neu = V a ‘_/ * o .
(n) (12)ate + max (vanishingBackprop, 0.1) - d

(6.8)

und die Besuchszahl visits(n) eines Knotens wird entsprechend Gleichung 6.9 angepasst:

1
max (vanishingBackprop, 0.1) - d

(6.9)

VISitS(n) pey = Visits(n)ay +

wobei:
e d die Tiefe der Propagierung bezeichnet.

» vanishingBackprop ein Parameter ist, der bestimmt, wie stark der Wert abgeschwécht
wird. Dabei steht ein Wert von 1 fiir eine sehr starke Abschwéchung. Dieser Wert
ist mindestens 0.1, da der Algorithmus nur fir vanishingBackprop > 0 funktioniert.

Anschliefend wird die gleiche Aktualisierung fir den Elternknoten durchgefiihrt, wobei
die Tiefe d um eins erhoht wird, bis die Wurzel des Suchbaums erreicht ist. Auf diese
Weise werden die Simulationsergebnisse sukzessive in den gesamten Baum zuriickgefiihrt,
wobei weiter entfernte Knoten mit einem entsprechend skalierten Einfluss aktualisiert
werden.
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6.3 Hyper Parameter Optimization

Wie anfangs erwéhnt, existieren eine Vielzahl an Variationen fiir jede der vier zentra-
len MCTS-Phasen. Um herauszukristallisieren, welche Methode nun die effektivste ist
und welche Parameterkonstellationen sich am erfolgversprechendsten darstellen, wird ein
Evolutiondrer Algorithmus (EA) verwendet [ESES15]. Zusammengefasst besteht ein EA
aus vier wesentlichen Abschnitten, welche, mit Ausnahme der Initialisierung, solange
iteriert werden, bis eine Terminierungsbedingung erfiillt ist. Folgender EA wurde ver-
wendet, um eine gute Kombination aus Parametern fiir den Vanilla MCTS zu extrahie-
ren.

o Initialisierung: Die Hélfte der Population wird mit Greedy-Bots initialisiert, die
andere Halfte besteht aus MCTS-Bots. Bei der Initialisierung werden die Parameter
zufillig initialisiert, innerhalb vordefinierter Grenzen. Die genauen Werte sind im
Abschnitt A. nachzuschlagen

o Fitnessfunktion: Die Bots spielen eine festgelegte Anzahl an Matches gegeneinan-
der. Ein Match ist ein Runde Quick Civ bis Runde 100. Der gewonnene Fitnesswert
nach einem Match berechnet sich auf Grundlage von Gleichung 6.10.

_ Points(i)

AFitness(i) = Point
OINtS pax

(6.10)

, wobei Points,,,, die Hochstpunktzahl des gespielten Matches beschreibt
e Selektion: Elitismus - die z besten Individuen tberleben die Generation.

e Variation: Die tiberlebenden Individuen werden durch Crossover reproduziert und
anschlieBend mutiert, bis die Ausgangspopulationsgroe erreicht ist. Dabei wird ein
uniformes Crossover verwendet. Diese Methode erstellt das Kindindividuum aus
den zwei Elternindividuen, fiir jedes Allel mit einer Wahrscheinlichkeit von 50% das
Gen entweder vom ersten oder vom zweiten Elternteil iibernimmt. Eine Ausnahme
dazu bilden bestimmte Parameter (hier: epsilon fir die Greedy-Selektionsstrategie
und C fiir die UCB-Selektionsstrategie), die nur dann vom Elternteil iibernommen
werden, wenn sie auch die jeweilige Selektionsstrategie iibernommen haben. Die
Mutation bewirkt eine geringfiigige Anderung jeden Gens, zu einem bestimmten
Prozentsatz. Auch dabei werden nur die eben genannten Parameter mutiert, sofern
das Individuum auch die jeweilige Selektionsstrategie geerbt hat.

Da durch die Variationsphase exakt die Anfangspopulationsgréfie erreicht wird, benotigt
diese Hyper Parameter Optimization (HPO) keine Umweltselektion.

6.4 Action Space Pruning

Wie bereits in Abschnitt 5.2 beschrieben, ist der Action-Space zu grof§ fiir den MCTS-
Algorithmus, um erfolgreich die beste Aktion zu finden. Action Space Pruning ist eine
Methode, um den Suchraum zu verringern, indem wenig erfolgversprechende Aktionen
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nicht betrachtet werden. In dieser Bachelorarbeit werden zwei unterschiedliche Kategori-
en von Action Space Pruning betrachtet. Zum einen existiert der Ansatz, durch Domain-
wissen schwache Aktionen herauszufiltern. Die alternative Methode ist der neue Ansatz
des Memory-MCTS, der in Abschnitt 6.5 ndher beschrieben wird. Um Domainwissen zum
Filtern von Aktionen in dem Spiel Quick Civ anzuwenden, wurden vier verschiedene An-
sitze implementiert, die im Folgenden genauer beschrieben werden. In Kapitel 7 wird dann
iiberpriift, wie effektiv jene Pruning-Ansétze sind. Tabelle 6.1 bietet einen Uberblick iiber
die verschiedenen Pruningvarianten.

Name Beschreibung
Lediglich Miitar- und Punktgebdude
OnlyMilitaryOverwrites diirfen iiberbaut werden oder

andere Gebédude iiberbauen
Es werden nur Aktionen betrachtet,
OnlyGreedyNodes die eine Verbesserung des Ergebnisses
der Bewertungsfunktion bewirken
Der Action Space filtert
alle Aktionen, die zu weit von der
zuletzt-ausgefithrten Aktion
entfernt sind.
Sobald ein Gebaude der teuersten
Gebaudeklasse gebaut wird, schliefit
dieses Pruning alle Gebaude der giinstigsten
Gebéudeklasse aus.

OnlyBuildNearLast Action

InLateGameNoEarlyGameBuildings

Tabelle 6.1: Uberblick Pruningvarianten

6.4.1 Only Military Overwrites Pruning

Diese Pruning-Methode filtert alle Uberbauen-Aktionen heraus, welche keine Militér- oder
Punktgebaude beinhalten. Dabei ist egal, ob mit einem Militar- bzw. Punktgebédude iiber-
baut wird, oder ein Feld auf dem bereits ein Militar-bzw. Punktgebaude steht, tiberbaut
wird. Diese Methode beruht auf der Annahme, dass wenn man (vor allem zu Spielbe-
ginn) effektiv sein Reich aufbaut, kein Grund besteht, bebaute Felder erneut zu iiber-
bauen. Militargebdude bilden eine Ausnahme, da sie in Angriffsszenarien schnell geén-
dert werden miissen, falls man den Gegner angreifen will, sich verteidigen mdchte oder
sein Reich wieder auf Produktion auslegen mochte, wenn der Krieg vorbei ist. Punkt-
gebaude sind zusédtzlich von dem Pruning ausgenommen, da man zu Spielende seine
Produktion von Nahrung und Material auf Punkte d&ndern mochte. An dem folgenden
Beispiel erkennt man, wie viele Aktionen durch dieses Pruning herausgefiltert werden
kénnen.

In Abbildung 6.1 ist ein Spielstand in Runde 45 dargestellt, mit folgenden Werten:
e 27 bebaute Felder
e Davon 8 mit Punkt- oder Militdrgebéduden bebaut
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Abbildung 6.1: Quick Civ, Runde 45

o 22 Felder, die sich in vier Feldern Reichweite eines Stadtzentrums befinden und
damit bebaut werden konnen

o Ausreichend Material und Nahrung, um alle diese Felder mit allen verschiedenen
Gebauden zu bebauen

Dadurch ergibt sich folgende Berechnung, um die Anzahl aller verfiighbaren Aktionen ohne
Pruning zu bestimmen:

Aohne = (22 - 28) + (27 - 28) = 1372

Unter Beriicksichtigung von Pruning (es existieren 12 Gebaude, die in die Kategorie
Punkte-/Militargebaude fallen) ergibt sich folgende Berechnung;:

Apie = (22-28) + (8- 28) + (19 - 12) = 1068

wobei:
o 2228 die moglichen Aktionen fiir die 22 freien Felder darstellt,

o 828 die moglichen Aktionen fiir die 7 bereits bebauten Punkt-/Militdrgebaude
darstellt,
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e 19-12 die moglichen Aktionen fiir die 20 anderen bebauten Felder mit den 12 Punkt-
/Militargebéuden darstellt.

Die Formel zur Berechnung der Anzahl der geprunten Aktionen lasst sich mit Glei-
chung 6.11 generalisieren.

Ageprunet = (F - Fmilitiir - punkt) : (G - Gmilitér - Gpunkt) (611)

wobei:

o (F — Fuitir — Fpunkt) die bereits bebauten Felder ohne Militdr-bzw. Punktgebaude
darstellt,

e (G — Guititar — Gpunkt) die verfiigharen Gebdaude ohne Militér-bzw. Punktgebaude
darstellt

Im Verlauf des Spiels steigt die Anzahl der gepruneten Aktionen deutlich an, vor allem bei
Strategien, die erst spat im Spielverlauf Punktegebéude priorisieren.

6.4.2 Greedy Nodes Only Pruning

Diese Pruning-Methode filtert von Anfang an alle Aktionen aus dem Action Space her-
aus, welche eine schlechtere Evaluierung des Spielzustands hervorrufen, als ohne die Aktion
ausgefithrt zu haben. Demnach werden nur Aktionen betrachtet, die die Evaluierungsfunk-
tion steigern. Militargebdude bilden eine Ausnahme fiir diese Methode, da diese keinen
kurzfristigen Nutzen haben und damit gefiltert werden wiirden, was zu groflem Nachteil
fithren wiirde. Durch diese Methode werden vor allem Aktionen, die niemals die beste Akti-
on sein konnen, herausgefiltert. Der Nachteil dieses Ansatzes ist die erhohte Rechenzeit, da
der Algorithmus, wie in Code 6.3 zu sehen, durch jede mogliche Aktion iterieren muss, um
sie mit der aktuellen Evaluierungsfunktion zu vergleichen.

Code 6.3: OnlyGreedyActions

def filterOnlyGreedyActions (possibleActions, gameState):
baseValue = getValue(gameState)
result = []

for action in possibleActions:

if action.build.type = "military":
result .Add(action)
continue
newGameState getNewState (action , gameState)

currentValue getValue (newGameState)

if currentValue > baseValue:
result .Add(action)

return result
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6.4.3 Only Build Near Last Action Pruning

Diese Pruning Methode merkt sich immer die zuletzt ausgefithrte Aktion und entfernt
alle Aktionen aus dem Action Space, die sich nicht in einem Radius von 2 Feldern um
diese Aktion befinden. Die Idee hierbei ist, den Aktionsraum drastisch einzuschranken
und dem Algorithmus so immer nur einen kleinen Bereich zu geben, indem er arbeiten
kann. Dadurch soll der Baum deutlich tiefer werden und komplexere Entscheidungen in
diesem Bereich treffen und so eine optimiertere Gesamtlosung finden, welche aber erst
nach und nach berechnet wird.

6.4.4 In Late No Early Buildings Pruning

Diese Pruning Methode sorgt dafiir, dass, sobald einmal eins der teuersten Gebaude fiir
250 Material gebaut wurde, keine Gebaude fiir 10 Material mehr gebaut werden kénnen.
Der Gedanke ist hier, dass die frithen Gebaude sehr ineffizient sind und sobald man einmal
ein 250-Material-Gebdude gebaut hat, man sich wahrscheinlich immer auch zumindest ein
50-Material-Gebéude leisten kann. Damit werden spéater im Spiel, wenn die Performance
am kritischsten wird, ca. ein Drittel aller Aktionen herausgefiltert. Eine Ausnahme bildet
das Stadtzentrum, welches trotzdem gebaut werden darf, da man es in jeder Spielsituation
gebrauchen kann, um sich weiter auszubreiten.

6.5 Memory MCTS

Das Memory ist eine eigene Implementierung und wird in Kombination mit MCTS im
folgenden Memory-MCTS genannt. Dabei fungiert es als eine weitere Pruning-Methode
welche sich die Annahme zu nutze macht, dass Aktionen iiber mehrere Runden generell
ahnliche Evaluierungswerte haben. Grundsétzlich bleiben schlechte Aktionen schlecht und
gute Aktionen gut. Im Folgenden werden die Begriffe LearningRate, TournamentSelecti-
onSize, ResetStrength, ResetPoint und EzplorationParameter verwendet. Dabei handelt es
sich um Memory spezifische Parameter. Bei dem Memory-MCTS werden die Evaluierun-
gen der simulierten Aktionen in einem Dictionary gespeichert. Wahrend der Backpropaga-
tion werden die Werte dann nicht nur in den Knoten geschrieben, sondern iiberschreiben
teilweise das Memory. Bei jeder neuen Backpropagation berechnet sich der Wert fiir das
Memory mit Gleichung 6.12.

Memoryli] = Memory[i] x (1 — a) + Value x « (6.12)

Hierbei ist a die LearningRate, die bestimmt, wie schnell der neue Wert in das Me-
mory iibernommen wird. In der Selection wird jetzt aulerdem nicht mehr jede Aktion
ausprobiert, sondern erst wird bestimmt, ob ein bestehendes Kind exploited werden soll
oder ob neue Kinder explored werden sollen (mit einer Wahrscheinlichkeit von Ezplora-
tionParameter). Sobald neue Kinder explored werden sollen, werden aus den moglichen
Aktionen zufillig eine TournamentSelectionSize grofle Gruppe an Aktionen ausgewahlt
und die Aktionen mit dem starksten Memory-Wert wird dann genommen. Damit neue
Aktionen uberhaupt genommen werden, werden alle noch nicht evaluierten Aktionen mit
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dem hochsten Wert von 1 initialisiert. Auflerdem wird das Memory nach jeder Runde
auch wieder ein wenig zuriickgesetzt, damit dltere Aktionen, die zu Beginn eine schlechte
Evaluierung bekommen haben, eine weitere Chance bekommen. Diese Rechnung ist in
Gleichung 6.13 zu sehen.

Memoryli] = Memoryli] x (1 — ResetStrength) + ResetPoint x ResetStrength (6.13)

Hierbei bestimmt der Parameter ResetStrength, nach wie vielen Runden der Memorywert
wieder bei ResetPoint ist. ResetPoint sollte flir den gewiinschten Effekt gleich 1 sein,
also dem maximal moglichen Evaluationswert. Hier ist er aber per Parameter anpass-
bar.

Nach ein paar Testlaufen hat sich eine weitere Anpassung als sinnvoll herausgestellt. Am
Ende jeder Runde werden sich alle Felder angeschaut, bei denen sich entweder der Besitzer
oder das Gebdude gedndert hat. Alle Aktionen auf diesen und den benachbarten Feldern
werden wieder zum Ausgangswert von 1 zuriickgesetzt. Da sich auf diesen Feldern gerade
etwas geandert hat, sind die Evaluationen der Nachbarfelder mit hoher Wahrscheinlichkeit
nicht mehr akkurat und werden daher zuriickgesetzt. Dies hilft vor allem in Kriegsszena-
rien mit anderen Spielern.
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7 Experimente und Ergebnisse

In dem folgenden Kapitel werden die Experimente und die dazugehorigen Ergebnisse
abschnittsweise beschrieben. Zu Beginn werden durch eine HPO die Parameter des Va-
nillaMCTS optimiert, sodass der resultierende Bot eine gute Spielqualitat aufweist. Die-
ser VanillaMCTS-Bot dient als Benchmark, um in den anstehenden Experimenten die
verschiedenen Pruning-Methoden und das Memory zu testen. Dazu spielt der gleiche
VanillaMCTS-Bot jeweils ohne und mit der jeweiligen Pruning-Variante gegeneinan-
der.

7.1 Hyper Parameter Optimization

Wie im Einfithrungstext beschrieben, dient diese Optimierung zur Erstellung eines Vanil-
laMCTSBots mit einer guten Spielperformance. Der grundlegende Aufbau der HPO wurde
bereits ausfiihrlich in Abschnitt 6.3 beschrieben. Der Optimierungsalgorithmus wurde mit
folgenden Parametern gestartet:

o Zeit pro Zug: 2 Sekunden

« Populationsgrofle: 52

o Anzahl Generationen: 50

o Mutationsrate: 1

e Matches pro Individuum: 4

o SiegergroBie: 50%, daraus folgt, dass die 26 besten Individuen unbehandelt in die
néchste Generation iibernommen werden und miteinander Crossover vollziehen, um
die andere Hélfte der Population zu erstellen.

Wie in Abschnitt 6.3 beschrieben, startet die Population zur Hélfte mit Greedy-Bots und
MC'TS-Bots. Bereits nach acht Generationen haben sich die MCTS-Bots durchgesetzt und
es existiert kein Greedy-Bot mehr in der Population.

7.1.1 Parameterergebnisse

Um den Optimierungsalgorithmus auswerten zu konnen, wird eine Visualisierung verwen-
det. Dadurch lassen sich alle Parameter, die optimiert werden, im Verlauf der Genera-
tionen in einem Diagramm darstellen. Jeder rote Punkt auf den Diagrammen steht fiir
ein Individuum, welches diesen Parameterwert in dieser Generation besitzt. Je grofier der
rote Punkt, desto mehr Individuen haben exakt den gleichen Parameterwert. Die schwar-
ze Linie stellt den Durchschnitt der Generation dar. Durch die Diagramme kann erkannt
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werden, welche Parameter irrelevant sind, bzw. welchen Wert sie fiir optimale Performance
annehmen sollten.
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Abbildung 7.1: Parameter: Evaluierungsfunktion 1

In Abbildung 7.1 sind die Basisparameter fiir die Evaluierungsfunktion (siehe Gleichung 6.2)
dargestellt. Anhand der Visualisierung wird deutlich, dass sich sowohl Material- und Food

Parameter bei einem Wert zwischen 0.5 — 1.0 einpendelt. Der Point Parameter konver-

giert nach den 50 Generationen zu einem Wert von circa 1.5 — 1.7. Lediglich der Tile

Parameter weist eine grofle Streuung auf und lasst sich deswegen nicht trivial auf einen

optimalen Wert fiihren.
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Abbildung 7.2: Parameter: Evaluierungsfunktion 2

In Abbildung 7.2 sind die beiden Parameter Point Increment und Balance fir die Evaluie-
rungsfunktion (siche Gleichung 6.2) dargestellt. Der Balance Parameter hat nach einigen
Generationen einen Wert von circa 1. Der Point Increment Parameter ist der entschei-
dendste Wert und konvergiert deswegen am schnellsten. Nach nur wenigen Generationen

hat er

stetig einen Wert um 1.6 — 1.7. Er ist dafiir verantwortlich, ab welcher Runde die

Bots ausschliellich Punktegebaude bauen. Ein Wert von 1.6 — 1.7 entspricht dabei einer
Spielweise, bei der bis Runde 60 alle Gebaude gebaut werden und anschlieflend lediglich
Punktegebédude favorisiert werden.
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Abbildung 7.3: Parameter: Default Policy

In Abbildung 7.3 sind die Default Policies der MCTS-Bots dargestellt. Diese Policies sind
verantwortlich dafiir, welche Strategie entweder man selbst oder die Gegner wéihrend der
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Simulationsphase durchfithren. Dabei stehen die Zahlwerte fiir folgende Strategien. Die
Strategien wurden bereits in Abschnitt 6.2 ausfiihrlich beschrieben.

0

1
2
3
4

: Random

. Greedy

. Random WithoutOverwrite

: Random WithourOverwrite WithMilitary

. Just Waiting

Dabei muss beachtet werden, dass sobald eine der beiden Policies Just Waiting ist, alle
Spieler in den Simulationen nur warten. Demnach ist dann die andere Policy, welche
nicht Just Waiting ist, irrelevant. Dieses Verhalten kann auch in den Diagrammen erkannt
werden. Eine der zwei Policies konvergiert ziemlich schnell gegen JustWaiting, was dazu
fithrt, dass die andere Policy irrelevant wird.

treePolicy
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Abbildung 7.4: Parameter: Tree Policy

In Abbildung 7.4 wird die Auswahl der Tree Policy dargestellt. Diese Policy ist verant-
wortlich dafiir, welcher Knoten in der Selektion als néchstes exploritert oder exploited
wird. Dabei stehen die Zahlwerte fiir folgende Selektionsstrategien. Die Strategien wur-
den bereits in Abschnitt 6.2 ausfithrlich beschrieben.

e 0: Random
o 1: Greedy

o 2: EpsilonGreedy
« 3: UCB
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In dem Diagramm ist klar erkennbar, dass die Greedy-Strategie die dominante Selekti-
onsstrategie ist. In (b) ist der Exploration-Parameter fiir die ucs! (ucs!)-Strategie abge-
bildet. Anfangs wird deutlich, dass der Parameter zwischen den Werten 1 — 3 pendelt.
Dadurch, dass sich die Greedy-Strategie durchsetzt, bleibt der Parameter jedoch ziem-
lich schnell auf einem konstanten Niveau, da er nicht mutiert, wenn er nicht benutzt
wird.
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Abbildung 7.5: Parameter: Simulationen

In Abbildung 7.5 werden die Anzahl und die Tiefe der Simulationen visualisiert. Wo-
hingegen die Simulationstiefe gegen einen Wert von zwischen 6 — 8 konvergiert, ist die
Simulationsanzahl sehr gestreut. Dies hat den Grund, dass sich die Default Policy Just-
Waiting in Abbildung 7.3 durchgesetzt hat und bei dieser Strategie die Simulationsanzahl
nicht relevant ist, da es keinen Grund gébe, dieselbe Simulation mehrfach identisch abzu-
warten.

In Abbildung 7.6 sind die letzten beiden entscheidenden Parameter fir den MCTS-
Algorithmus dargestellt. Der Winner-Bias-Parameter néhert sich einem Wert um circa
0.2 an, was bedeutet, dass alle Gegner circa gleichstark in die Gewichtung der Evalu-
ierungsfunktion eingehen. Der Vanishing-Backpropagation-Parameter hat eine deutlich
grofere Streuung und kann nicht sofort auf einen eindeutigen Wert zurtickgefithrt wer-
den.

Nach 50 Generationen wurde der Optimierungsalgorithmus terminiert. Der Bot, welcher
fiir die kommenden Ergebnisse verwendet wird, wurde aus der letzten Generation extra-
hiert. Dieser Bot iiberdauerte 6 Generationen und hat in den dabei 24 Matches 6 Siege
geholt und im Durchschnitt ein Ergebnis von 90% des besten Spielers des Matches er-
zielt. Der Bot hat eine Parameterkonstellation, die passend zu den Visualisierungen ist,
da jeder Parameter in dem Bereich der Werte liegt, gegen den die Graphen konvergie-
ren. Folgende Parameter bilden den Bot, ab jetzt VanillaMCTSBot der fiir die weiteren
Ergebnisse verwendet wird (es werden nur Parameter aufgefithrt, die auch benutzt wer-
den):
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Abbildung 7.6: Parameter: Simulationen

« Simulationstiefe: 6

o Simulationsanzahl: 4

» Vanishing-Backpropagation: 0.69
e Winner-Bias: 0.20

o Tree-Policy: Greedy

o Simulationsstrategie: JustWaiting
o Material-Param: 0.68

o Food-Param: 0.73

o Point-Param: 1.70

e Tile-Param: 6.11

« Balance-Param: 0.87

¢« PointInc-Param: 1.86

7.1.2 Auswertung

Nachdem im vorherigen Abschnitt der Benchmark-Bot mithilfe einer umfangreichen HPO
bestimmt wurde, soll in diesem Abschnitt analysiert werden, weshalb sich gerade die-
se Konstellation von Parametern durchgesetzt hat. Auffallig ist, dass sich wahrend des
Optimierungsprozesses bestimmte Parameter relativ schnell stabilisiert haben, wihrend
andere groflere Streuung zeigten oder sich als weniger entscheidungsrelevant herausstell-
ten. Zuerst werden die Parameter genau erklart, die eine schnelle Konvergenz zu einem
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Wert vorweisen. Anschlieend wird erlautert, wieso die restlichen Parameter eine grofie
Streuung bieten.

Insbesondere Parameter wie die Tree-Policy Greedy und die Simulationsstrategie Just-
Waiting haben mafigeblich zum Erfolg des Bots beigetragen, da sie einen effizienten und
deterministischen Suchprozess ermoglichen. Sie haben zwar den Nachteil, weniger aussa-
gekriftige Simulationen zu erzeugen, da durch JustWaiting lediglich in den Simulatio-
nen gewartet wird, jedoch werden im gleichen Atemzug dadurch deutlich mehr Knoten
erreichbar, da die Simulationen weniger Rechenzeit beanspruchen. Damit diese Simulati-
onsstrategie jedoch wirklich effektiv ist, benotigt sie eine Simulationstiefe von mindestens
drei, da nach drei Runden die militarischen Konflikte aufgelost werden. Deswegen steigt
der Parameter Simulationstiefe schnell an und bleibt dann stets konstant iiber drei. Die
Tree-Policy Greedy hat sich als dominante Strategie abgezeichnet, entgegen der Erwar-
tungen, dass UCB die starkste sein wird. Die Erwartung entstand durch die aufstrebende
Beliebtheit des UCB in der Vergangenheit, wie in Kapitel 4 beschrieben. Die Dominanz
der Greedy-Tree-Policy léasst sich auf zwei Griinde zurtickfithren. Zum Einen benétigt sie
weniger Rechenzeit als die relativ aufwendige Formel von UCB. Zum Anderen stellt diese
Art der Selektionsstrategie sicher, dass weniger vielversprechende Knoten weniger Rechen-
zeit beanspruchen, da sie nicht exploriert werden. So kénnen die zur Verfiigung stehenden
Iterationen des MCTS-Algorithmus auf die Knoten fokussiert werden, die eine hohere Be-
wertung mit sich bringen. Logischerweise wird auf diese Weise eher ein lokales Maximum
getroffen, da weniger exploriert wird. Dies ist aber weniger von Bedeutung, da das globale
Maximum realistisch gesehen unméglich zu finden ist.

Die rasche Konvergenz des PointIncrement-Parameters lasst sich darauf zuriickfiihren,
dass es fiir den Bot fiir den Spielsieg von grofler Bedeutung ist, ab wann er Punktgebaude
favorisiert. Wie in Kapitel 7 beschrieben, néhert sich der Parameter schnell einem Wert
von circa 1.6 an. Dies hat zur Folge, dass die Bots ab Runde 60 ausschliefSlich Punktgebau-
de bauen. Dieser Zeitpunkt scheint ein sehr guter TradeOff zwischen Konstruktion einer
starken Wirtschaft und frither Punktegenerierung zu sein. Wenn der Parameter grofler wa-
re, so wiirden die Bots zu spat mit der Punktegenerierung starten und kénnten so den be-
reits erzielten Vorsprung anderer Spieler nicht mehr aufholen. Wenn der Parameter kleiner
ware, so hatten die Bots keine starke Produktion, um langfristig eine starke Punktegene-
rierung zu garantieren und sich gegen Feinde zu verteidigen.

Der Balance-Parameter konvergiert ebenfalls schnell zu einem festen Wert von circa 1. Dies
bedeutet, dass Food- und Materialgebiude gleichstark bevorzugt werden. Er beeinflusst
die Formel Gleichung 6.2 mafigeblich, sodass jene Spielweise belohnt wird, bei der die
Produktion beider Ressourcen dhnlich hoch ist. Ein Wert von 1 zeigt demnach auch, dass
beide Ressourcen ahnlich wichtig fiir den Spielerfolg sind.

Die Parameter fiir die Evaluierungsfunktion in Abbildung 7.1 nédhern sich ebenfalls schnell
einem ahnlichen Wert an, was darauf zurtickzufiihren ist, dass keine der Ressourcen stér-
ker gewichtet werden soll. Lediglich der Tile-Parameter sticht heraus. Die grofie Streuung
hat eine einfache Erklarung. In der Gleichung 6.2 ist der Tile-Parameter ein Faktor, jedoch
ist der Faktor, mit dem der Parameter multipliziert wird, die Anzahl an bebauten Feldern.
Dieser Faktor ist deutlich kleiner, als die Faktoren der anderen Produkte, wie zum Bei-
spiel Nahrungsproduktion oder Materialproduktion. Demnach ist das Tile-Produkt immer
deutlich kleiner als die anderen Produkte und wird nur hat daher auch nur einen relativ
kleinen Einfluss.
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Wie bereits zuvor erwahnt sind die Parameter, die bis hierhin noch nicht genauer be-
schrieben wurden, weniger relevant. Die Simulationsanzahl ist nur von Bedeutung,
wenn in der Simulationsstrategie auch richtige Aktionen simuliert werden, anders als bei
dem VanillaMCTSBot, der in den Simulationen nur wartet. Man erkennt in den ersten
Generationen einen starken Anstieg der Simulationsanzahl, da andere Simulationsstra-
tegien von einer hoheren Simulationsanzahl profitieren. Jedoch nach einer bestimmten
Zeit, steigt sie nicht weiter sondern streut mit hoher Varianz. Dies liegt daran, dass sie ab
dem Zeitpunkt, wo so gut wie alle Bots die Just Waiting-Simulationen benutzen, irrelevant
ist.

Der VanishingBackprop-Parameter, der wie in Abschnitt 6.2 beschrieben fiir die Ver-
ringerung des Einflusses tieferer Knoten verantwortlich ist streut sehr stark und scheint
deswegen wenig relevant zu sein. Um die Visualisierung jedoch in den richtigen Kon-
text zu ricken, muss erwahnt werden, dass wenn der Parameter einen Wert von 0 hat,
er auf 0.1 erhoht wird, da die Formeln fiir die Backpropagation sonst nicht anwendbar
sind.

WinnerBias ist der letzte Parameter und erfordert nur eine kurze Analyse. Der Wert
weist eine Streuung auf, jedoch im unteren Bereich [0.0,0.5]. Dies hat zur Folge, dass
der Bot nicht den starksten Spieler fokussiert, sondern alle Gegner ziemlich gleichmé-
Big. Der Grund dafiir ist simpel. Der verwendete EA benutzt als Fitnessfunktion Sum-
me aller Matches und der daraus gewonnen Punkte im Vergleich zum besten Spieler
diesen Matches - nicht also die Spielsiege selbst. Demnach sind riskante Spielweisen,
die den Fiihrenden fokussieren, nicht so erfolgreich. Dafiir ist es wichtiger, im Durch-
schnitt eine sehr hohe Punktzahl zu erreichen, um nah an den besten Spieler heranzu-
kommen.
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7.1.3 Spielweise

Um dem Leser eine bildliche Vorstellung zu geben, wie sich der VanillaMCTSBot in dem
Spiel Quick Civ verhalt, folgt nun eine Visualisierung eines typischen Spiels von diesem
Bot. In den kommenden Experimenten wird auflerdem statistisch dargestellt, welche Stra-
tegien er verfolgt.

(a) Anfangsgebdude (b) Produktionsverbesserung
Abbildung 7.7: Spielstart

In der Abbildung 7.7 erkennt man, wie der VanillaMCTSBot anfangs giinstige Gebédude
baut, um seine Nahrungs- und Materialproduktion gleichméaBig (aufgrund ausgewogener
Food- bzw. Material-Parameter zu erhohen. Durch eine grofiere Materialmenge kann er
dann im Laufe des Anfangsspiels starkere Gebdude bauen, um seine Produktion weiter zu
maximieren.

(a) Militarischer Konflikt (b) Punktegenerierung

Abbildung 7.8: Midgame

In der Abbildung 7.8 wird deutlich, wie der VanillaMCTSBot reagiert, wenn er auf Feinde
trifft. Aufgrund eines erhohten Tile-Parameter bevorzugt er die aggressive Spielweise, um
neue Felder zu erobern. Da der Winner Bias ziemlich gering ist, konfrontiert der Bot alle
Gegner gleichstark und fokussiert nicht nur den bestplatzierten. Der PointInc-Parameter
von 1.70 hat zur Folge, dass ab Runde 60 lediglich Punktegebédude gebaut werden bzw.
erobert werden mochten. Dieses Verhalten ist bei dem roten Spieler klar erkennbar, da er
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in seinem Reich einige Museen platziert, die fiir starke Punktegenerierung verantwortlich
sind.

Abbildung 7.9: Spielende

Abbildung 7.9 zeigt das Spielende eines typischen Spiels des VanillaMCTSBots. Im Spiel-
verlauf entstehen durch militarische Konfrontationen einige Unterschiede in der Grofle
des Reiches. In diesem Beispiel wurde ein Spieler sogar komplett eingenommen. An der
Abbildung erkennt man auflerdem, dass zu Spielende fast ausschliefllich Punkte- und Mi-
litargebaude existieren.
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7.2 VanillaMCTSBot versus Benchmarks

Bevor die verschiedenen Pruningmethoden gegen den VanillaMCTSBot getestet wer-
den, soll zundchst anhand von Abbildung 7.10 verdeutlicht werden, dass die in Kapi-
tel 6 beschriebenen Benchmark-Bots Random und Greedy dem VanillaMCTSBot klar
unterlegen sind. Die Abbildung zeigt deutlich, dass sie gegeniiber der iiberlegenen Ent-
scheidungsstrategie des VanillaMCTSBots keine ernstzunehmende Konkurrenz darstel-
len.
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Abbildung 7.10: VanillaMCTSBot vs. Benchmarks

7.3 Qualitat des MCTS

Im Rahmen der Bachelorarbeit stellt sich die Forschungsfrage, inwiefern der MCTS-
Algorithmus anwendbar fiir 4X-Spiele ist und welche Parameter besonders wichtig fiir eine
gute Performanz sind. Zusammenfassend lédsst sich sagen, dass die Qualitat des MCTS-
Algorithmus von verschiedenen Faktoren abhéngt. Der bedeutendste Einflussfaktor ist
die bendtigte Rechenzeit fiir die Erstellung neuer Spielstdnde. Wie bereits ausfiihrlich in
Abschnitt 5.3 beschrieben, existieren Spiele bei denen es moglich ist, mehrere Millionen
Spielstdnde in einer Sekunde zu berechnen. 4X-Spiele haben den Nachteil, oft sehr kom-
plex zu sein und deswegen eine Menge Rechenzeit fiir die Erstellung neuer Spielsténde zu
beanspruchen. Aus diesem Unterschied folgt, dass fiir den MCTS-Algorithmus deutlich
weniger Iterationen moglich sind, die zu einer geringeren Wahrscheinlichkeit fiihren, eine
optimale Losung zu finden. Aus diesem Grund ist die Verwendung des MCTS-Ansatzes
fiir 4X-Spiele nur sinnvoll anwendbar, falls das Spiel iiber eine gute Balance zwischen
Rechenzeit und bendétigter Qualitat der gefundenen Losung aufweist. Das Spiel QuickCiv
ist ein gutes Beispiel dafiir, denn die Berechnung mehrerer 1.000 Spielstdnde ist moglich,
ohne die Anforderung zu haben, dass der Algorithmus den besten Spielzug finden muss,
da es dafiir schlichtweg zu viele Aktionen gibt. Ein zweiter entscheidender Faktor fir
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die Anwendbarkeit des Algorithmus ist die richtige Parameterkonstellation. Der MCTS-
Algorithmus lasst sich durch eine grofie Menge an Parametern verdndern, jeweils mit einer
starken Auswirkung auf die Qualitat des Algorithmus. Deshalb empfiehlt sich, mehrere
Tests durchzufithren, um die starkste Parameterkonstellation herauszufinden. Dabei wur-
de in dieser Bachelorarbeit eine HPO mit groflem Erfolg verwendet, da sich unerwartete
Strategien als die beste Option heraus gestellt haben. So sind (Just Waiting-Simulationen
starker als Random-Simulationen). Der Algorithmus hat jedoch eine grofie Schwéche. Da-
durch, dass er in 4X-Spielen keine Simulationen bis zum Spielende simulieren kann, fehlt
ihm das langfristige Planen. Er ist gut darin, in der nahen Zukunft clevere Kombinatio-
nen zu finden, aber wenn es um langfristiges Planen geht, hat er einen grofien Nachteil
im Vergleich zu menschlichen Spielern. Auf diese Weise ist es einem Menschem moglich,
durch langfristige Taktiken, wie das friithe Besiedeln des Territoriums der Gegner, mit
Leichtigkeit gegen den Bot zu gewinnen.

Insgesamt lasst sich die Forschungsfrage also so beantworten, dass der MCTS-Algorithmus
fiir ein 4X-Spiel anwendbar ist, wenn er zum einen die noétige Performanz aufweist, das
notige Forward-Modell besitzt und keine Bedingung existiert, den optimalen Spielzug zu
finden. Fiir Spiele wie zum Beispiel Civilization [Gam23] ist der Algorithmus ungeeignet,
da die Berechnung neuer Spielstande aufgrund der hohen Spielkomplexitéit zu lange dau-
ert. Fir kleinere Spiele, bei denen die Spielkomplexitéit tiberschaubar ist, lasst sich der
Algorithmus gut verwenden, bedingt aber eine starke Priorisierung der Spieloptimierung
in der Entwicklung, sowie das Kalkulieren einer adaquaten Parameterkonstellation. Lésst
sich der Algorithmus auf das Spiel anwenden, so hat man den klaren Vorteil, dass man eine
KI entwickelt hat, die keine spezifischen Anpassungen braucht, wenn sich das Spiel wei-
terentwickelt. Dies ist ein enormer Vorteil im Vergleich zu herkommlichen KI-Methoden,
wie Decision-Trees. Fiir das in dieser Bachelorarbeit verwendete Spiel QuickCiv lasst sich
also klar sagen, dass der MCTS-Algorithmus gut anwendbar ist, wenn man die notigen
Vorkehrung wie eine gute Spieloptimierung und das Austesten der besten Parameterkon-
stellationen vollzieht.

7.4 Action Space Pruning und Memory MCTS

Um die verschieden Verbesserungsmethoden gut vergleichen zu konnen, spielen in diesem
Teil der Experimente immer 4 Bots gegeneinander: 2 mal der VanillaMCTSBot und 2
mal der VanillaMCTSBot mit einem Pruning oder Memory. Dieses Spiel wird 500 mal
wiederholt und die Performanz der Bots in verschiedenen Metriken geplottet. Die Metri-
ken die uns hier am meisten beschéftigen sind Points (wie viele Punkte die Bots in jeder
Runde haben), IncomePoints (wie viele Punkte die Bots pro Runnde dazu verdienen),
TileAmount (wie viele Spielfelder die Bots jede Runde haben) und MilitaryPlaced (wie
viele Militdrgebaude die Bots zu jedem Zeitpunkt haben). Da jeweils zwei Bots ein einem
Spiel identisch sind werden sie in den Grafiken fiir eine bessere Ubersicht zusammenge-
fasst.

Um Die statistische Signifikanz der Experimente zu bestimmen wurde danach ein T-Test
angewendet [Wika]. Dabei wurden fiir jede Optimierungsmethode jeweils die Menge der
gesammelten Punkte am Ende des Spiels mit den Punkten der unoptimierten Variante
verglichen.
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7.4.1 Greedy Nodes Only Pruning
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Abbildung 7.11: Greedy Nodes Only Pruning

Bei dem T-Test ist der t-Wert -26,64 mit einem Freiheitsgrad von 1612,04 und damit
deutlich unter dem kritischen Wert von -1,96. Damit ist das Ergebnis eindeutig statistisch
signifikant.

Alle Metriken sind spétestens in Runde 60 deutlich schlechter als bei dem Benchmark
Bot wie man in Abbildung 7.11 sehen kann. Das heifit, das Greedy Nodes Only Pru-
ning hat die Performance des MCTS stark verschlechtert, obwohl das Pruning nur gute
Aktionen tbrig lassen sollte. Allerdings wurde nach weiterer Analyse klar, dass die Be-
rechnung zu einem groflen Performanz Verlust fiihrt. So konnte der Bot mit Pruning ca.
100 mal weniger Iterationen durchfithren als der VanillaMCTSBot, in der selben Zeit.
Dieser Performanzverlust kann durch das Pruning nicht ausgeglichen werden und der
Algorithmus macht so insgesamt zu wenig Iterationen, um ein starkes Ergebnis zu erzie-
len
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7.4.2 In Late No Early Building Pruning
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Abbildung 7.12: In Late No Early Building Pruning

Bei dem T-Test ist der t-Wert 17,98 mit einem Freiheitsgrad von 1931,81 und damit
deutlich iiber dem kritischen Wert von 1,96. Damit ist das Ergebnis eindeutig statistisch
signifikant.

Das In Late No FEarly Building Pruning gibt einen sehr starken Vorteil in allen Metri-
ken, vor allem je langer das Spiel andauert. So steigen die durchschnittlichen Income-
Points am Ende des Spiels auf ca. das Doppelte des VanillaM CTSBot. Dadurch beendet
der Pruning Bot das Spiel im Durchschnitt mit 40% mehr Punkten. Auflerdem kann
man beobachten, dass beide Bots, aber vor allem der geprunte, gegen Ende der Partie
wieder weniger Militargebdude besafien als zum Maximum bei Runde 80 (siehe Abbil-
dung 7.12).

Das In Late No Early Building Pruning liefert mit Abstand den gréfiten Vorteil unter allen
Pruningverfahren. Dass das Puning so effektiv ist, liegt daran, dass es ca. ab Runde 45 gut
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ein Drittel aller Aktionen entfernen kann, ohne viel Performance zu kosten. Dabei sind
die geprunten Aktionen auch fast immer schlecht, da die Startgebdude im spéateren Spiel-
verlauf zu wenig fiir den Platz bringen, den sie verbrauchen.
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7.4.3 Only Build Near Last Action Pruning
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Abbildung 7.13: Only Build Near Last Pruning

Bei dem T-Test ist der t-Wert 3,15 mit einem Freiheitsgrad von 1932,11 und damit deut-
lich iiber dem kritischen Wert von 1,96. Damit ist das Ergebnis eindeutig statistisch
signifikant.

Grundsétzlich ist das Only Build Near Last Action Pruning besser als der Benchmark Bot,
wie man an den Gesamtpunkten in Abbildung 7.13 erkennen kann. Aber IncomePoints des
Pruning Bots steigen bis Runde 60 deutlich starker und bleiben bis Runde 85 auch hoher
als beim VanillaM C'TSBot, werden danach aber von ihm tiberholt. Der so erspielte Vorteil
reicht dann, um insgesamt gegen den Benchmark Bot zu gewinnen. Aus den Graphen zu
TileAmount und MilitaryPlaced geht auch hervor woran das liegt. Ab Runde 70 nimmt
sowohl MilitaryPlaced als auch TileAmount nicht mehr zu.

Das Only Build Near Last Action Pruning verstiarkt und verschlechtert somit den Bot
gleichzeitig. Das liegt daran, dass der Bot den Action Space so einschrinkt, dass immer
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nur die Aktionen in der Nahe der letzten Aktion betrachtet werden. Damit konnen die
betrachteten Regionen deutlich starker optimiert werden, da hier eine deutlich grofiere
Suchtiefe erreicht werden kann. Diese Herangehensweise hat aber 2 Nachteile. Erstens
gibt es keine Garantie, dass der Bot alle Gebiete regelmaflig betrachtet und verbessert.
Zweitens und noch deutlich wichtiger, kann sich mit diesem Pruning nur selten gegen
gegnerische Angriffe gewehrt werden, ndmlich nur dann, wenn die letzte Aktionen zufallig
in der Néhe des Angriffs war. Diese Probleme konnen mit relativ einfachen Schritten
behoben werden. So sollten alle Felder, die in der letzten Runde vom Gegner angegriffen
wurden oder dort in der Néhe sind ebenfalls betrachtet werden. Auflerdem sollte jedes Feld
alle 5 bis 10 Runden trotzdem betrachtet werden, damit kein Gebiet vollig vernachléssigt
werden kann.
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7.4.4 Only Military Overwrites Pruning
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Abbildung 7.14: Only Military Overwrides Pruning

Bei dem T-Test ist der t-Wert 3,24 mit einem Freiheitsgrad von 1998,00 und damit deut-
lich iiber dem kritischen Wert von 1,96. Damit ist das Ergebnis eindeutig statistisch
signifikant.

Only Military Owverwrites Pruning bringt einen Vorteil, aber dieser ist sehr klein. Der
Effekt ist sehr ahnlich zu dem vom Only Build Near Last Action Pruning, nur deutlich
weniger ausgeprigt. Von Runde 50 bis 85 ist das Pruning ein wenig starker, danach wird
der Vorteil tendenziell wieder kleiner (sieche Abbildung 7.14).
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Abbildung 7.15: Only Military Overwrites Pruning Food and Material

Interessant ist auch, dass der Bot in der Nahrungs- und Materialproduktion deutlich
schlechter war, als der VanillaMCTSBot, wie man in Abbildung 7.15 sehen kann.

Das Only Military Overwrites Pruning bringt einen kleinen Vorteil im von Runde
50 bis 85. Das liegt daran, dass das Pruning nur das Uberbauen von Militir- und Kul-
turgebduden sowie das Uberbauen mit ihnen erlaubt. Dadurch wird das Ausbauen von
Nahrungs- und Materialgebauden erschwert und der Bot hat hier schlechtere Werte als der
VanillaM CTSBot. Deshalb féllt es dem Bot schwer, im spéateren Spielverlauf mitzuhalten,
da ihm schlichtweg die Ressourcen fehlen. Da das Pruning aber sowohl das militarische
Spielen als auch die Punktegenerierung verstéirkt schneidet der Bot am Ende trotzdem
besser ab.

7.4.5 Auswertung

Die Forschungsfrage “Wie stark lésst sich die Performance des Algorithmus mit action
space pruning verbessern?” kann wie folgt beantwortet werden. Die Performance des Algo-
rithmus kann durch verschiedene Pruningverfahren erheblich verstarkt, bei einem Pruning
sogar vedoppelt werden. Dabei ist anzumerken, dass die simplen Prunings mitunter besser
funktioniert haben, da sie keine extra Rechenzeit benotigen.

Trotzdem zeigt der Algorithmus noch Schwéchen, die sich nicht durch erhohte Performan-
ce verhindern lassen. So kann der Algorithmus trotzdem nur wenige Ziige in die Zukunft
schauen und ist damit anféllig gegen Langzeitpline. Strategien wie das Einkesseln des Geg-
ners frith im Spiel, bereiten dem Bot weiterhin Probleme.
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Abbildung 7.16: Memory MCTS

e« Memory Exploration Parameter: 0.5

e Memory Tournament Selection: 3

Bei dem T-Test ist der t-Wert 2,83 mit einem Freiheitsgrad von 439,86 und damit deutlich
iiber dem kritischen Wert von 1,96. Damit ist das Ergebnis eindeutig statistisch signifikant.
Die Freiheitsgrade sind hier deutlich kleiner als bei den anderen Pruningverfahren. Das
liegt daran dass hier nur 111 Wiederholungen gemacht wurden. Da das Ergebnis trotzdem
statistisch signifikant ist, ist das aber kein Problem.

Der Memory-MCTS hat, im Gegensatz zu den anderen Pruningverfahren, noch andere ei-
gene Parameter, die angepasst werden konnen. Dieses Experiment untersuchte mit folgen-
den geschétzten Parametern, ob das Memory iiberhaupt einen Vorteil bringt.
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o« Memory Reset Strength: 0.05
e Memory Learning Rate: 0.5
e Memory Reset Point: 1

Mit diesen Parametern stérkt das Memory den Bot durchgéngig (siche Abbildung 7.16).
Der Vorteil flacht gegen Ende zwar wieder etwas ab, aber das Memory erreicht permanent
mehr Income Points und mehr Tiles. Der Vorteil ist allerdings relativ klein. Interessant
ist auch, dass das Memory deutlich mehr Tiles erreicht, obwohl es nicht wirklich viel
mehr Militargebdaude baut. Dass das Memory gegen Ende wieder schlechter wird, konnte
daran liegen, dass es sich Aktionen als schlecht merkt, die gegen Ende wieder sehr gut
sind. Das der Vorteil generell nur so gering ist, liegt aber mit Sicherheit auch an der
Wahl der Parameter. Diese wurden héndisch ausgewahlt und sind daher nur Schétzun-
gen.
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7.6 Der beste Memory-MCTS

Um die optimalen Parameter und damit die groite Verbesserung des memory-MCTS zu
bestimmen, wurde eine weitere HPO gestartet, bei der das Memory angeschaltet war. Zu
der HPO ist zu sagen, dass sie erstens nicht besonders lange ging. Insgesamt wurde nur 16
Generationen lang optimiert. Zweitens wurden hier nicht nur die Parameter des Memories
optimiert, sondern auch die generellen Parameter des Bots. Damit sind die Ergebnisse
nicht mehr ganz vergleichbar zu den anderen Pruningverfahren, da diese ihre Parameter
nicht explizit auf das Pruning anpassen konnten. Trotzdem sind Ergebnisse interessant
um das Potenzial des Memories zu beurteilen. Im Folgenden wird der stéirkste Bot aus
der HPO weiter betrachtet, der folgende Prameter hat.

e Simulationstiefe: 6

« Simulationsanzahl: 1

e Vanishing-Backpropagation: 0.83
e Winner-Bias: (.14

o Tree-Policy: Greedy

o Simulationsstrategie: Just Waiting
« Material-Param: 1,42

e Food-Param: 0.20

e Point-Param: 1.99

o Tile-Param: 5.71

« Balance-Param: 0.14

e PointInc-Param: 1.34

e Memory Exploration Parameter: 0.92
e Memory Tournament Selection: 5
e« Memory Reset Strength: 0.32

e Memory Learning Rate: 1,52

e Memory Reset Point: 0.14

Dieser Bot wurde dann wie die anderen Pruningverfahren in 500 Spielen gegen den Va-
nillaMCTSBot getestet.

Bei dem T-Test ist der t-Wert 13,78 mit einem Freiheitsgrad von 1955,29 und damit
deutlich iiber dem kritischen Wert von 1,96. Damit ist das Ergebnis eindeutig statistisch
signifikant.

Bei den Ergebnissen in Abbildung 7.17 kann man die starksten Unterschiede zwischen
den konkurrierenden Bots erkennen. Der Memory-MCTS fokussiert sich erst spéter auf
Punkte (ca. 14 Runden spéter) spielt aber vorher sehr aggressiv und nimmt so héiufig
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Abbildung 7.17: Memory MCTS HPO optimized

grofle Teile des VanillaMCTSBot-Territoriums ein. Das fiihrt dazu, dass der Memory-
MCTS am Ende des Spiels im Durchschnitt 5600 Punkte und damit 1400 Punkte mehr
als der VanillaMCTSBot mit 4400 Punkten hat.

Die HPO hatte somit einen deutlichen Einfluss auf den Memory-MCTS. Der Bot ist
erwartungsgeméfl nochmal deutlich besser und der Punktevorsprung am Ende deutlich
grofer als bei dem vorherigen Memory-MCTS. Interessant ist auch, dass sich der Bot so
entwickelt hat, dass er ldnger offensiv spielt und erst ca. 14 Runden spater als der Va-
nillaMCTSBot mit dem Punkte sammeln beginnt. Auflerdem haben sich die Parameter
iiberraschend weiterentwickelt. So ist der MemoryEzplorationParameter bei 0.92 und da-
mit wird nur in 8 Prozent der Falle ein Knoten weiter exploited. Die LearningRate ist
mit 1,52 deutlich iiber 1. Das hat zur Folge, dass immer nur der neue Wert im Memory
gespeichert wird und der alte Wert nur negativ mit einfliefit (siche Abschnitt 6.5). Ein
Wert iiber 1 war hier nicht vorgesehen, scheint aber am besten zu funktionieren. Am tiber-
raschendsten ist allerdings die Entwicklung der Parameter ResetStrength und ResetPoint,
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die eigentlich dafiir sorgen sollen, dass alte Aktionen nach ein paar Runden reevaluiert
werden. Diese sorgen jetzt fiir das genaue Gegenteil und setzen die Evaluationen aller
Aktionen jede Runde nach unten. So hat eine Aktion nach ein paar Runden keine Chance
mehr gewéhlt zu werden.

Insgesamt kann in Bezug auf die Forschungsfrage “Wie viel hilft die Einfithrung eines Ge-
déchtnisses dabei, den Algorithmus schneller zu machen?” festgehalten werden, dass das
Memory grundséatzlich sehr gut funktioniert und neue Strategien moglich macht. Es hat
auch den Vorteil, dass es wenig Anpassungen braucht, um effektiv eingesetzt werden zu
konnen. Das Spiel konnte sich stark verandern und das Memory ware wahrscheinlich ge-
nauso einsetzbar. Allerdings miissen Systeme, wie das Zuriicksetzen nach einer Runde, und
Parameter fiir weitere Betrachtung nochmal angepasst werden.
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8 Fazit

Das Einbauen einer Gegner-KI mit Hilfe des MCTS ist gut umsetzbar, wenn man die
Moglichkeit hat, das ganze System iiber einen lingeren Zeitraum hinweg zu optimie-
ren.

8.1 Zusammenfassung

In dieser Arbeit wurde anhand eines selbstgebauten Strategiespiels (Quick Civ) getestet,
wie gut sich der MCTS fiir die Gegner KI in komplexen 4X-Strategiespielen eignet. Da
die Starke des MCTS mit mehr méglichen Simulationen pro Sekunde steigt, wurde beim
Entwickeln ein starker Fokus auf Leistungsoptimierung gesetzt. Strategiespiele sind oft
sehr komplex und bieten viele mogliche Aktionen. In diesem Fall wurde der Action Space
in Teilen des Spiels so grof3, dass nicht mehr jede Aktion evaluiert werden kann. Um dieses
Problem zu bekdmpfen wurden in dieser Arbeit zwei Losungsanséatze verfolgt. Erstens den
Aktionsraum mit Hilfe von Action Space Pruning zu verkleinern. Zweitens wurde ein Me-
mory fiir den MCT'S eingefiihrt, welches sich die Evaluierungen der Aktionen iiber mehrere
Runden hinweg speichern kann. Diese Optimierung kann vorgenommen werden, da die
Starke der Aktionen in Quick Civ sich meist iiber mehrere Runden hinweg nicht drastisch
verdndert. Mit dem Memory gibt es einen dynamischen Weg schlechte Aktionen auszu-
schlieen und somit auch den Action Space zu verkleinern. Um eine gute Vergleichsmetrik
zu haben wurde der beste MCTS Bot ohne Verbesserungen ( VanillaMCTSBot) bestimmt,
indem ein evolutionédrer Algorithmus eine HPO durchgefithrt hat. Der resultierende Bot
wurde dann zuerst gegen einen Random- und einen Greedy-Bot getestet welche er mit
groflem Abstand besiegt. Die Forschungsfrage “Wie anwendbar ist MCTS fiir 4X-Spiele
und wie muss man die Parameter anpassen um eine optimale Performance zu erreichen?”
ist schwierig zu beantworten, da die Einschatzung des Spielverhaltens relativ subjektiv
ist. Man kann allerdings sagen, dass sich der Bot grundsatzlich kompetent spielt und mit
der richtigen Ausgangslage auch gut gegen einen Menschen gewinnen kann. Trotzdem hat
der Bot einige grofle Probleme. Erstens muss das Spiel stark optimiert sein, damit der
Algorithmus tiberhaupt anwendbar ist. Dann wird er zweitens ohne Optimierung im spé-
teren Spielverlauf durch die Menge an Aktionen tiberfordert. Generell ist die Suchtiefe des
MCTS relativ gering und damit werden langfristige Entscheidungen nicht entsprechend
gut genug durchgerechnet. Hier miissen bei einer Weiterentwicklung dann andere Systeme
greifen, um groflere Strategische Entscheidungen zu treffen.

Danach wurde der VanillaMCTSBot gegen sich selbst mit je einem von vier Pruning
Verfahren getestet, indem die Bots 100 Spiele gegeneinander gespielt haben. Dabei brach-
te ein Pruning Verfahren einen Nachteil, 2 einen kleinen Vorteil und eins einen grofien
Vorteil. Die Forschungsfrage “Wie stark lasst sich die Performance des Algorithmus mit
action space pruning verbessern?” lasst sich wie folgt beantworten. Die Performance lasst
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sich deutlich durch die Benutzung von Action Space Pruning verbessern und verdoppelte
die Stérke des Bots in einem Fall sogar. Dies ist wie schon beschrieben allerdings auch
notwendig, da der Algorithmus ohne Optimierung im spéteren Spiel durch die Menge an
Aktionen tiberfordert ist.

In den letzten Experimenten wird der VanillaMCTSBots mit dem Memory-MCTS vergli-
chen, indem beide wieder 100 Spiele gegeneinander spielen. Zuerst hat der Memory-MCT'S
héandisch ausgesuchte Parameter und ist damit etwas besser als der VanillaMCTSBot. In
einem zweiten Experiment sind die Parameter des Memory durch eine HPO optimiert.
Hier spielt der Memory-MCTS eine deutlich andere Strategie als sonst. Die Forschungs-
frage “Wie viel hilft die Einfiihrung eines Gedéchtnisses dabei, den Algorithmus schnel-
ler zu machen.” kann somit wie folgt beantwortet werden. Der Algorithmus wird durch
die Einfithrung eines Gedéachtnisses deutlich stérker, vor allem mit optimierten Parame-
tern.

In der Arbeit wurde gezeigt, dass sich MCTS als Algorithmus fiir Gegner-KI in 4X-Spielen
eignet, wenn man das Spiel und den Algorithmus gut genug optimiert.

8.2 Ausblick

Quick Civ ist aktuell aktiv in Entwicklung und soll innerhalb der néchsten 1,5 Jahre
als vollwertiges Spiel veroffentlicht werden. Dabei soll die beste Form des Bots natiirlich
auch im fertigen Spiel Anwendung finden. Da jetzt schon neue Mechaniken wie Wis-
senschaft und Kriegsnebel (unvollstédndige Spielinformation) existieren, werden weitere
Anpassungen am Bot erforderlich sein. Auflerdem soll es verschiedene Bots geben, die
sich aufgrund verschiedener Parameter unterschiedlich verhalten und damit verschiedene
grofle Anfithrer widerspiegeln konnen. Auch fiir den Algorithmus selbst gibt es noch Ver-
besserungsideen. Da das Einschranken des Action Spaces so extrem wichtig ist, hatten
wir auch die Idee vor dem MCTS einen Planungsalgorithmus zu starten. Dieser wiirde
einen optimierten Aufbau fiir die nachsten 10-15 Aktionen iiber einen EA erstellen, und
der MCTS wiirde dann nur noch tiberlegen, was fiir diese Aktionen die beste Reihenfolge
ist.
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Anhang

A. Bot-Initialisierung

Bei der Initialisierung eines Bots fiir die Abschnitt 6.3 werden die Gene zuféllig initialisiert,
jedoch innerhalb vordefinierter Grenzen. Diese werden hier aufgelistet.

Code 1: Initialisierung der Greedy-Gene innerhalb vordefinierter Grenzen

turnsForCityCenter = random.randomInt (50) + 1;
materialParam = random.random () * 5;
foodParam = random.random () x 5;

pointParam = random.random () * 5;

tileParam = random.random () * 5;

balanceParam = random.random () * 5;

pointInc = random.random() * 5;

Code 2: Initialisierung der MCTS-Gene innerhalb vordefinierter Grenzen

explorationParameter = random.random() * 2 + 1
simulationDepth = random.randomlInt (10) + 1
simulationAnzahl = random.randomlInt(10) + 1
vanishingBackpropParam = random.random ()
materialParam = random.random () x* 2
foodParam = random.random () * 2

pointParam = random.random () * 2
balanceParam = random.random () * 2

tileParam = random.random() = 10

pointInc = random.random () x 2
winnerBiasParameter = random.random ()
epsilonGreedyParameter = random.random () * 2

defaultPolicyParallelity = random.random ()
treePolicyType = random.random ()
defaultPolicyEnemy = random.random ()
defaultPolicySelf = random.random ()

if vanilla:
useMemory = false
onlyMilitaryOverwrites = false
greedyNodesOnly = false
inLateGameNoEarlyGameBuildings = false
onlyBuildNearLastAction = false

else:
useMemory = random.random () > 0.5
onlyMilitaryOverwrites = random.random() > 0.5

greedyNodesOnly = random.random () > 0.5
inLateGameNoEarlyGameBuildings = random.random () > 0.5
onlyBuildNearLastAction = random.random() > 0.5
onlyBuildNearLastActionRange = rrandom.randomlInt (4)
memoryExplorationParameter = random.random ()
memoryTournamentSelectionSize = random.randomlInt (10)
memory resetStrength = random.random () * 2

memory resetPoint = random.random ()

memory learningRate = random.random () = 2
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B. Gebaudeliste

Gebidude Beschreibung
Aquéadukt Nahrung fiir angrenzende Housing-Gebéude
Stallung Nahrung fiir angrenzende unbebaute Felder
Baracke Viel Militarischen Druck auf angrenzende Felder
Metzgerei Punkte fiir angrenzende Nahrungs-Gebédude
Fort Wenig Militarischen Druck auf angrenzende Felder
Stadtzentrum Benétigt fiir Expansion
Farm Nahrung
Schmiede Punkte fiir angrenzende Militargebaude
und Produktion fiir angrenzende Minen
Festung Viel Militarischen Druck auf eigenem Feld
Sammlerhiitte Nahrung fiir Walder
Haus Material fiir angrenzende Nicht-Housing-Gebédude
Ausguck Wenig Militarischen Druck in Reichweite 2
Holzfaller Material fiir angrenzende Wélder
Sagewerk Material fiir angrenzende Holzfaller
Viel Militarischen Druck auf angrenzende Felder
Soldnerlager und negative Ressourcenproduktion fiir
angrenzende eigene Felder
Mine Material fiir angrenzende Berge
Kirche Punkte fiir angrenzende unbebaute Felder
und Berge auf eigenem Feld
Museum Punkte fiir Housing-Gebéaude in Reichweite 2
Plantage Nahrung fiir angrenzende Plantagen
Steinbruch Material fiir Berge auf eigenem Feld
Siedlung Produktion fiir Nicht-Housing-Gebaude in Reichweite 2
Katapult Mittlere Militarischen Druck in Reichweite 2
Steinkreis Punkte fiir freie Naturelemente auf eigenem Feld
Suq Ressourcenproduktion fiir angrenzende gegnerische Felder
und Hohe Ressourcenproduktion fiir angrenzende gegnerische Handelsposten
Taverne Punkte fiir angrenzende Housing-Gebéaude
Handelsposten Ressourcenproduktion fiir angrenzende gegnerische Felder
Windmiihle Nahrung fiir angrenzende Farmen
Werkstatt Material fiir angrenzende Material-Gebaude

Tabelle 1: Uberblick iiber alle Gebaude des Spiels
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